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RESUMEN

Es común encontrar robots realizando tareas en áreas compartidas con humanos, donde se espera que sean ca-
paces de aprender de las acciones realizadas por otros y de adaptarse a nuevas situaciones. En este trabajo, se capturan 
las trayectorias del brazo de un operario mientras se mueve para agarrar un objeto, realizando seguimiento de articu-
laciones con el sensor kinect de Microsoft. La técnica utilizada para la codificación de las señales de entrenamiento se 
denominan primitivas de movimiento dinámico (DMP), mientras que la reconstrucción se realiza mediante regresión de 
procesos gaussianos (GPR). GPR permite además, generalizar los movimientos de entrenamiento a nuevas trayectorias, 
cuando cambian tanto la posición inicial de la mano como la ubicación del objeto. La técnica de generalización se com-
para contra un algoritmo basado en distancia de Mahalanobis y distribución gaussiana, que utiliza los datos de la tra-
yectoria sin codificar, para realizar la estimación. La técnica propuesta presentó bajos tiempos de codificación y errores 
pequeños con respecto a los valores objetivo al probarlo con 30 puntos de consulta para el valor inicial de la mano, y 30 
puntos para la posición final.
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GENERALIZATION OF THE TRAJECTORIES OF A ROBOTIC ARM 
USING DYNAMIC MOVEMENT PRIMITIVES AND GAUSSIAN 

PROCESS REGRESSION

ABSTRACT

It is common to find robots performing tasks in areas shared with humans, where they are expected to be able 
to learn from the actions taken by others and adapt to new situations. In this paper, the trajectories of the arm of an 
operator are captured while moving to grab an object, making joint tracking with the Microsoft kinect sensor. The tech-
nique used for the coding of the training signals is called dynamic movement primitives (DMP), while reconstruction is 
performed using gaussian process regression (GPR). GPR also allows generalize training movements to new paths when 
changing both the initial hand position and the location of the object. The technique is compared against a generalization 
based on Mahalanobis distance and gaussian distribution, which uses the path data to make the estimate. The proposed 
technique presented low encoding times and small errors regarding the target values   when tested with 30 points of 
consultation for the initial value of the hand, and 30 points for the final position.

KEYWORDS: Robotics, learning by imitation, programming by demonstration, dynamic movement primitives, 
gaussian process regression.

GENERALIZAÇÃO DAS TRAJETÓRIAS DE UM BRAÇO ROBÓTICO 
USANDO PRIMITIVAS MOVIMENTO DINÂMICO E REGRESSÃO 

DOS PROCESSOS DE GAUSS 

RESUMO 

No percurso dos dias é comum encontrar robôs fazendo tarefas em áreas compartilhadas com os seres humanos, 
se deseja que eles sejam capaces de aprender com as ações realizadas por pessoas e se adaptarem a novas situações. 
Neste trabalho, as trajetórias do braço de um operario são capturadas enquanto se movimenta para agarrar um objeto. 
O seguimento das articulaões é feito com um sensor Kinect da Microsoft. A técnica utilizada para codificar os sinais 
de treinamento é chamada de Primitivas de movimento dinâmico (DMP), enquanto a reconstrução é feita por meio de 
regressão processos de Gauss (GPR). A técnica GPR permite também generalizar os movimentos de treinamento para 
novas trajetórias quando mudam tanto a posição inicial da mão como a localização do objeto.A técnica de generalização 
é comparada com um algoritmo baseado na distância de Mahalanobis e a distribuição de Gauss, ela usa os dados da traje-
tória não codificados, para fazer a estimativa. A técnica proposta mostrou tempos de codificação baixos e erros menores 
em relação aos valores-alvo, quando testado com 30 pontos de consulta para o valor inicial da mão, e 30 pontos para a 
posição final do objeto.

PALAVRAS-CHAVE: Robótica, aprendizagem por imitação, programação por demonstração, primitivas de movi-
mento dinâmico, regressão de processos de Gauss.
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1.    INTRODUCCIÓN

La investigación en áreas como la robótica y 
los sistemas autónomos ha presentado grandes 
avances en los últimos años (Lopes & Santos-Victor, 
2007 y Lopes et al., 2010). Dichos avances han lle-
vado al desarrollo de plataformas con capacidades 
motoras, perceptuales y cognitivas cada vez más 
complejas. Sumado a esto, el área de la robótica 
está cambiando rápidamente de ambientes indus-
triales controlados hacia ambientes dinámicos con 
interacción humana, debido principalmente al in-
cremento de robots de servicio, los cuales se espera 
sean parte de muchas actividades humanas en el 
futuro próximo (Leone et al., 2011b).

El aumento de dicha interacción presenta gran-
des desafíos relacionados con el aprendizaje robóti-
co y las capacidades de interactividad (Nicolescu & 
Mataric, 2005). Las metodologías tradicionales de 
programación e interfaz con los robots no son sufi-
cientes dada la dinámica de los nuevos entornos a 
que están expuestos.  Los autómatas requieren de 
la capacidad de aprender a realizar nuevas tareas de 
acuerdo con las preferencias de los usuarios, además 
deben mejorar el desempeño durante su ciclo de vida 
y permitir que personas no expertas puedan progra-
mar nuevas actividades robóticas de forma natural 
(Lopes et al., 2010). Como respuesta a estos proble-
mas, se presentan las técnicas de aprendizaje basa-
das en demostración (LbD por sus siglas en inglés), 
llamadas también programación por demostración 
(PbD por sus siglas en inglés), aprendizaje por imita-
ción (LbI por sus siglas en inglés) y aprendizaje por 
observación, entre otros (León et al., 2011).

En esta forma de programación, el robot, pro-
visto de todos los sensores y hardware físicos ne-
cesarios para realizar una tarea, observa como esta 
es realizada por un humano u otro robot, e intenta 
imitar los movimientos y/o cumplir el objetivo de 
la tarea. Por esto, recientemente dichas técnicas de 
aprendizaje han atraído la atención de los investi-
gadores en robótica, al considerarlo un mecanismo 
de aprendizaje prometedor para transferir conoci-

mientos de un experto a un agente artificial (Lopes 
& Santos-Victor, 2007).

En este trabajo se propone la programación por 
demostración de las trayectorias que debe seguir el 
brazo de un robot para alcanzar un objeto. Los datos 
de entrenamiento se obtienen de un operario que 
realiza la acción a distintos puntos objetivo en el es-
pacio. Utilizando las funciones propias del sensor Ki-
nect de Microsoft, es posible calcular la ubicación de 
las articulaciones del operario al realizar las tareas. 
Para que el robot pueda adaptarse a cambios en el 
entorno, se propone utilizar una técnica de regresión 
para generalizar a nuevas trayectorias dadas nuevas 
posiciones iniciales y finales de la mano.

La generalización de trayectorias se ha utiliza-
do para varias aplicaciones, por ejemplo, para ense-
ñar a un robot a atar nudos sin importar la posición 
inicial de la cuerda (Lee et al., 2014), para genera-
ción de letras a mano alzada a partir de muestras 
dadas (Kulvicius et al., 2012), y para generalizar el 
movimiento al lanzar dardos y al golpear en ping-
pong (Kober et al., 2011). Los artículos revisados 
suelen enfocarse en cómo debe actuar el robot ante 
un cambio en la posición final o un cambio en el ob-
jetivo. En este trabajo, se presenta una técnica que 
permite una variación tanto en la posición inicial 
como final, la cual aprovecha la característica de 
DMP de crear trayectorias suaves, después de hallar 
los nuevos valores iniciales y finales para las articu-
laciones del robot.

Para la reproducción de los movimientos 
aprendidos, se plantea utilizar el simulador del ro-
bot iCub (Metta et al., 2008). El robot fue diseñado 
como una plataforma común para investigadores in-
teresados en el estudio de sistemas cognitivos artifi-
ciales. El iCub es del tamaño aproximado de un niño 
de tres años, y está equipado con un gran número de 
sensores, la mayoría de los cuales pueden utilizarse 
durante las simulaciones. Una de las características 
principales del simulador, es que la programación es 
igual a la que se realizaría sobre el robot real.

El documento se encuentra organizado de la 
siguiente forma: en la Sección 2, se presentan los 
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trabajos relacionados en las áreas de aprendizaje 
por imitación y adquisición de datos. En la Sección 
3, se describe el experimento realizado y la adqui-
sición de las trayectorias de entrenamiento. En la 
Sección 4, se presenta la fundamentación matemá-
tica e implementación de las técnicas: primitivas de 
movimiento dinámico y regresión de procesos gaus-
sianos, además de un algoritmo de generalización 
basado en distancia de Mahalanobis y distribución 
gaussiana, con el cual se compara el desempeño de 
la técnica empleada. En la Sección 5 se presentan la 
plataforma de simulación y los resultados, conclu-
yendo en la Sección 6.

2.    TRABAJOS RELACIONADOS

Las primitivas de movimiento dinámico (DMP 
por sus siglas en inglés), permiten codificar los 
movimientos del robot, donde una DMP puede co-
dificar una trayectoria específica. En el caso de un 
movimiento discreto (punto a punto), cada grado 
de libertad del robot se describe por un sistema de 
ecuaciones diferenciales no lineales (Kormushev et 
al., 2011), lo que le permite reaccionar a perturba-
ciones sin introducir discontinuidades en el movi-
miento resultante. Además, DMP no es directamente 
dependiente del tiempo, por lo que es fácil detener 
la ejecución del movimiento sin tener en cuenta la 
evolución del tiempo de forma extensiva.

Las DMPs pueden ser extendidas para incluir 
capacidad de evitar obstáculos, cambiando de una 
primitiva a otra mediante retroalimentación senso-
rial (Forte et al., 2011) o creando posiciones objeti-
vo virtuales utilizando campos potenciales (Tan et 
al., 2011). En (Nemec & Ude, 2012) se propone rea-
lizar acciones secuenciales, asegurando que las pri-
mitivas de movimiento consecutivas se unen en for-
ma continua. Además de replicar los movimientos 
o acciones aprendidas, utilizando una reconstruc-
ción probabilística basada en regresión de procesos 
gaussianos (GPR por sus siglas en inglés), pueden 
crearse acciones para situaciones que el robot no ha 
encontrado anteriormente, lo cual se presenta tan-
to en simulación como en experimentos reales de 

alcanzar posiciones, tomar objetos y lanzar esferas 
(Ude et al., 2010 y Forte et al., 2012).

DMP se ha utilizado con aprendizaje por re-
fuerzo, donde los objetivos y los parámetros de 
tiempo se fijan, y sólo se aprenden los pesos para 
ajustar la forma de la trayectoria. En (Tamosiunaite 
et al., 2011) se utilizaron técnicas de aproximación 
al valor de la función para el aprendizaje del objeti-
vo, y métodos de búsqueda de política directa para 
predecir los pesos. Los resultados fueron compro-
bados al aprender a verter un líquido, tanto en si-
mulación como en un brazo robótico. El método de-
mostró ser estable y robusto. Por su parte, en (Stulp 
et al., 2011), se utilizó aprendizaje por refuerzo para 
enseñarle al robot primitivas de movimiento robus-
tas ante incertidumbres en la estimación del estado. 
Específicamente, durante maniobras de alcance de 
objetos, el robot aprende estrategias de manipula-
ción fina para llevar al objeto a una orientación en 
que el agarre tenga mayores posibilidades de éxito.

Se ha difundido de manera amplia el apren-
dizaje robótico por imitación utilizando imágenes 
como datos de entrada (León et al., 2011). En el pa-
sado los sensores que proveían imágenes 3D eran 
de difícil adquisición dada su poca disponibilidad y 
altos precios. En Noviembre de 2010, Microsoft lan-
za el sensor Kinect con la capacidad de producir flu-
jos de imágenes RGB y de profundidad a un precio 
mucho menor a los sensores de rango tradicionales. 
Entre los desarrollos utilizando dicho sensor, se en-
cuentran el seguimiento en 3D de las articulaciones 
del esqueleto humano, o partes de este (Oikonomi-
dis et al., 2011), además de captura de movimientos 
con los cuales determinar comportamientos e inten-
ciones (Toda et al., 2011 y Kaneko et al., 2011).

En Pastor y otros (Pastor et al., 2009), se pre-
senta una modificación a DMP, la cual consiste en 
variaciones leves de esta. La técnica permite cam-
bios en el punto inicial y final de una sola trayectoria 
original, también agregan términos a DMP para la 
evasión de obstáculos. Su desventaja es que no ge-
neraliza con información de múltiples trayectorias.
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3.     ADQUISICIÓN DE LOS DATOS

3.1.  Configuración del experimento

El experimento consiste en alcanzar un objeto 
que se encuentra sobre una mesa, captando el mo-
vimiento de la mano derecha con un sensor Kinect 
(Figura 1). Quien realiza las demostraciones está de 
pie frente a la mesa donde están indicadas las nue-
ve posiciones posibles del objeto. Los nueve valores 
iniciales se calculan teniendo en cuenta la posición 
de la mano, cuando el brazo está extendido comple-
tamente junto al cuerpo, y la ubicación de la cintura. 
La base de datos consiste de 81 trayectorias, nueve 
posiciones iniciales de la mano derecha (Figura 1a), 
de las cuales se realiza el movimiento a cada uno de 
los nueve valores finales (Figura 1b). En una mesa, 
más adelante, se ubica el sensor kinect, con el cual 
se obtienen las imágenes 2D y 3D que permiten uti-
lizar el algoritmo para la ubicación de los puntos (x; 
y; z) de las articulaciones.

Figura 1. Imágenes del experimento realizado. a) 
Posiciones iniciales de la trayectoria. b) Posiciones finales 
de la trayectoria (vista superior). c) Configuración general 
del experimento (vista lateral)

A diferencia de otros proyectos donde se ge-
neraliza con GPR a nuevas posiciones finales (Forte 
et al., 2011 y Forte et al., 2012), en este trabajo se 
generaliza ante variaciones tanto en el punto inicial 
como final. Se utiliza GPR para predecir los valores 
de los ángulos iniciales de acuerdo al punto de ini-
cio (punto de consulta q*), y GPR nuevamente para 

determinar los parámetros de una nueva DMP (w*, 
g*, τ*), que produzca una trayectoria suave entre los 
nuevos valores iniciales de las articulaciones, y valo-
res que lleven la mano a la nueva posición del objeto.

Para contar con una base de datos con mayor 
información, se realizan ajustes a los valores inicia-
les y finales de los ángulos obtenidos, cubriendo una 
mayor área antes de llevar las trayectorias al robot 
(Figura 2).

En la Figura 2, las estrellas indican las posi-
ciones iniciales (plano (X, Y)) y finales (plano (X, 
Z)) de los movimientos realizados por el operario 
en el espacio cartesiano, mientras que las figuras 
restantes son movimientos no realizados por el 
usuario, sino estimados modificando los ángulos 
de las 4 trayectorias obtenidas. Las posiciones ini-
ciales y finales no se encuentran en una malla cua-
drada, tal como se presenta al crear la base de da-
tos (Figura 1), debido a las diferencias en longitud 
entre el brazo de quien realiza la acción y el brazo 
del robot, además de articulaciones del operario 
que no son tenidas en cuenta.

3.2. Ángulos de las articulaciones

Utilizando la librería NITE creada para el sen-
sor Kinect de Microsoft, se creó un programa que 
reconoce el esqueleto del usuario y accede a los 
datos (x, y, z) de cada articulación en coordenadas 
del mundo; cada dato correspondiente a un eje tie-
ne como unidad los milímetros. El valor x presenta 
la ubicación en el eje horizontal, perpendicular al 
eje de la cámara; y corresponde a la elevación del 
punto en forma vertical; z es la profundidad medi-
da desde el sensor.

Las articulaciones usadas para calcular los 
ángulos requeridos fueron: cadera derecha e iz-
quierda, cuello, hombro derecho, codo derecho y 
mano derecha (Figura 3). Las articulaciones del 
brazo izquierdo no se utilizan, ya que la demostra-
ción de la tarea consiste en llevar la mano derecha 
hacia el objetivo.
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Figura 2. Valores extremos de las trayectorias en el espacio cartesiano

Figura 3. Articulaciones del cuerpo utilizadas para el 
cálculo de los ángulos

Los ángulos calculados fueron: guiñada del 
torso (yaw), cabeceo del torso (pitch), cabeceo del 
hombro, balanceo del hombro, guiñada del hombro, 
y codo (Figura 4). Estos ángulos se seleccionaron 
teniendo en cuenta que exista un ángulo análogo en 
el robot, y que tenga un papel relevante en la tarea 
de llevar la mano derecha a la posición objetivo. En 
el caso específico de los ángulos del torso, se tienen 
en cuenta dado que modifican el alcance final de la 
mano. En la Tabla 1 se describen los ángulos y cál-
culos requeridos con respecto a las articulaciones 
de la Figura 4.

Figura 4. Ángulos calculados de las articulaciones. a) Guiñada del torso. b) Cabeceo del torso. c) Cabeceo del hombro. d) 
Balanceo del hombro. e) Guiñada del hombro f ) Codo
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  En la Tabla 1, los primeros cinco ángulos se 
calculan utilizando la fórmula de tangente, sobre el 
triángulo rectángulo formado por las articulaciones 
relacionadas en la gura. Para el ángulo del codo, se 
utiliza la ley de coseno sobre el triángulo formado 
por las articulaciones de hombro, codo y mano.

4.     PRIMITIVAS DE MOVIMIENTO 
DINÁMICO Y REGRESIÓN DE PROCESOS 
GAUSSIANOS

4.1. Primitivas de movimiento 
dinámico

Una primitiva de movimiento dinámico pue-
de codificar una trayectoria específica del robot. La 
trayectoria de cada grado de libertad y, dado en el 
espacio de articulaciones o de la tarea, está descrito 
por el sistema de Ecuaciones diferenciales (1)-(3) 
(Ude et al., 2010).

τ� = αz �βz (g – y) – z� + ƒ (x),               (1)

  τẏ = z ,                                   (2)

τẋ = αxx ,                                 (3)

donde z es una variable auxiliar y x es la varia-
ble de fase utilizada para hacer implícita la depen-
dencia de ƒ del tiempo (con valor inicial x(0) = 1). 
αx, αz  y βz son variables que deben definirse de tal 
forma que el sistema converja al punto de equilibrio   
(z, y, x) = (0, g, 0).La función no lineal ƒ contiene pa-
rámetros libres, que permiten al robot realizar un 
movimiento suavizado punto a punto de la posición 
inicial y0, a la configuración final g.

�N
k = 1 wkψk(x)

ƒ(x) =  x, (4)
�N

k = 1 ψk(x)

ψk(x) = exp �– hk (x – ck)2�,                     (5)

donde ψk son las funciones de base radial, ck 
son los centros de dichas funciones distribuidas en 
la trayectoria, wk son los pesos y el ancho hk > 0.  wk 
se estima para que el DMP codifique la trayectoria 
deseada. Cada grado de libertad está representado 
por su propio sistema de Ecuaciones (1)-(2), con 
una fase común (3).

TABLA 1. CÁLCULO DE LOS ÁNGULOS Y RANGO DE MOVIMIENTO

Ángulo Ecuación Rango (º)

Guiñada del torso tanθ = 
z1 – z0

x1 – x0

 (Figura 4a) -50, 50

Cabeceo del torso tanθ = 
z1 – z0

y1 – y0

 (Figura 4b) -10, 70

Cabeceo del hombro tanθ = 
z1 – z0

y1 – y0

 (Figura 4c) -95, 10

Balanceo del hombro tanθ = 
x1 – x0

y1 – y0

 (Figura 4d) 0, 90

Guiñada del hombro tanθ = 
x1 – x0

z1 – z0

 (Figura 4e) -37, 80

Codo

θ = 180 o – cos –1 �
a2 + b2 – c2 

�
2ab

 (Figura 4f )

15,5, 106a = (zhombro –  zcodo)2  +  (yhombro –  ycodo)2

b = (zcodo –  zmano)2  +  (ycodo –  ymano)2

a = (zhombro –  zmano)2  + (yhombro –  ymano)2
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Los ajustes a los datos de entrada y la elec-
ción de los parámetros de la técnica son los que se 
presentan en (Peña-Solórzano, Hoyos-Gutiérrez y 
Prieto- Ortiz, 2015). Se comprobó el funcionamien-
to de la técnica, al cambiar el número de funciones 
de base radial N, como se presenta en la Figura 5. 
Se seleccionaron los valores N = {10, 15, 20}, ya que 
números más bajos presentan una reconstrucción 
alejada de la señal original, mientras que valores 
más altos no presentan variaciones considerables. 
Se proponen estos tres valores para determinar el 
cambio en el desempeño, un rango donde la fideli-
dad de la señal reproducida es alta.

En la Figura 5, se observa en negro la señal 
original y en rojo la trayectoria reconstruida. Los 
errores entre ambas disminuye al aumentar el nú-
mero de funciones de base radial, lo cual se nota 
particularmente en los puntos donde las curvas son 
pronunciadas, por ejemplo, a los dos segundos en 
los ángulos θ5 y θ6.

5.     REGRESIÓN DE PROCESOS 

GAUSSIANOS

Se propone generalizar a nuevas trayectorias 
a partir de otras ya conocidas, lo cual puede verse 
como un problema de predicción. Puede pensarse 
primero, que si se tienen observaciones con ruido 
de una variable dependiente en ciertos valores de la 
variable independiente x, se quiere estimar el valor 
de la variable dependiente en un nuevo valor x*.

Si se asume cierto patrón sobre los datos de 
entrada, se pueden utilizar diferentes métodos 
para ajustar estos valores a una línea recta, o una 
función cuadrática, cúbica, o incluso no-polinómica. 
La regresión de procesos gaussianos (GPR) es una 
aproximación más fina, ya que no relaciona los da-
tos a un modelo específico, sino que por medio de 
un proceso  gaussiano se representan los valores de 
entrada de forma indirecta, pero rigurosa.

Figura 5. Reconstrucción de las señales con DMP. En puntos la señal original, en rojo la señal reconstruida. a) N=10. b) 
N=15. c) N=20.
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Para esto, la regresión de procesos gaussia-
nos se basa en el modelo probabilístico bayesiano 
(Nguyen-Tuong et al., 2009). Dado un conjunto de 
n datos de entrenamiento {xi, yi}n

i=1, se desea encon-
trar una función ƒ(xi) que transforma el vector de 
entrada xi en el objetivo yi, dado un modelo yi = ƒ(xi)+ 

i, donde i es ruido gaussiano con media cero y va-
rianza σ2

n. Como resultado, los objetivos observados 
pueden describirse por una distribución gaussiana 
y~�(0,K (X, X) + σ2I), donde X es el grupo que con-
tiene todos los puntos de entrada xi y K (X, X) la ma-
triz de covarianza calculada utilizando la función de 
covarianza dada. Una de las funciones más utilizada 
se basa en kernels gaussianos (Ecuación 6).

k (xi , x*) = σ2
s  exp

 
�

1
�,– —(xi – x*)T W (xi – x*)2

(6)

donde σ2
s
  es la varianza de la señal y W repre-

senta el ancho del kernel gaussiano. La distribución 
conjunta de los valores del objetivo observado y 
predicho ƒ(x*), para un punto de consulta x* , está 
dada por la Ecuación 7.

�
y

� ~�� 0, �
K (X, X) + σ2

nI       k(X, x*) 
� �. (7)ƒ(x*) k(x* , X) k(x* , x*)

El valor esperado ƒ(x*), asociado al nuevo pun-
to de consulta x* , con su correspondiente covarianza 
V(x*), está dado por las Ecuaciones 8 y 9 respecti-
vamente.

ƒ(x*) = kT
*   (K + σ2

nI) 
–1

  y = kT
*  a ,                        (8)

V(x*) = k(x* , x*)  – kT
*   (K + σ2

nI) 
–1  k* ,          (9)

donde k* = k(X , x*), K = K (X, X), y a denota el 
vector de predicción, el cual depende de los datos de 
entrenamiento, los datos de la variable dependiente 
y los valores objetivo. La parte computacionalmente 
más costosa es (K + σ2

nI) 
–1, pero dado que esta matriz 

sólo depende de los datos de entrenamiento, los cál-
culos necesarios pueden realizarse fuera de línea. Si 
definimos:

z =   (K + σ2
nI) 

–1   y .                          (10)

De la Ecuación 8, el parámetro ƒ(x*) puede es-
cribirse entonces como:

ƒ(x*) =
NumEj
�
i=1

k(x* , xi ) zi , (11)

donde, al ser usado para determinar los pará-
metros de una nueva DMP como en este caso, ƒ(x*) 
se refiere a w* , g* y τ* (Ecuación 12). Por lo tanto, 
los datos de entrenamiento tienen una ponderación 
basada en la distancia entre los puntos de entrena-
miento y el punto de consulta actual. Esto resulta en 
que puntos de entrenamiento más cercanos tienen 
mayor influencia en el resultado, por lo que puede 
pensarse en GPR como un método de regresión lo-
cal. En el Algoritmo 1, se presentan los pasos para 
utilizar la técnica regresión de procesos gaussianos.

Una de las ventajas de GPR se presenta en el 
ajuste de los hiperparámetros ƒ(x*). En el Algoritmo 
1, la técnica se entrena con los datos de entrada, y 
con el cálculo del logaritmo negativo de la probabili-
dad marginal (Rasmussen, 2004), se obtienen unos 
valores apropiados. Luego, se procede a realizar la 
predicción para cada término de la nueva DMP te-
niendo en cuenta el punto de consulta definido.

Algoritmo 1. Algoritmo para regresión de proce-
sos gaussianos
1: Procedimiento Regresión de procesos gaussia-
nos

2:  Ajuste de los datos de entrenamiento.

3: Entrenamiento de GPR para ajustar los hiper-
parámetros.

4: Predicción de los parámetros w* , g* y τ*  a partir 
del punto de consulta x* , utilizando la Ecuación 8.

5:   Reproducción de la nueva trayectoria utilizan-
do la DMP obtenida.

6: Final del procedimiento

En este trabajo, se generaliza a nuevos movi-
mientos a partir de los parámetros de pesos (w), 
objetivo (g) y variable de tiempo (τ) de las DMP ob-
tenidas de las demostraciones (Ecuación 12) (Ude 
et al., 2010, Forte et al., 2011 y Forte et al., 2012).

G�{wi , gi , τi ; qi}
NumEj
i = 1 �: q*  ⟼ (w* , g* , τ* ), (11)
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donde los parámetros wi , gi y τi son los pará-
metros de las DMP de entrenamiento, y están liga-
dos a un punto qi en la base de datos, el cual puede 
representar la posición inicial o final de la trayec-
toria en el espacio de trabajo. Cuando qi se refiere 
al valor inicial del movimiento, los objetivos gi son 
los valores iniciales de las articulaciones, mientras 
que cuando qi es el valor final de la trayectoria, gi 
se refiere a los valores finales de las articulaciones 
al realizar el movimiento. Por su parte, NumEj es el 
número de ejecuciones o demostraciones que com-
ponen la base de entrenamiento, a partir de la cual 
se estiman los parámetros de una nueva DMP (w* , g*  

y τ* ), dado un punto de consulta inicial y/o final q*.

6.    DISTANCIA DE MAHALANOBIS Y 
DISTRIBUCIÓN GAUSSIANA

Para comparar el desempeño de la técnica 
GPR, se realizó la generalización de los movimientos 
en la base de datos a nuevas trayectorias utilizando 
un algoritmo de asignación de pesos locales, la cual 
se basa en distancia de Mahalanobis y distribución 
gaussiana. Se calcula la distancia de las posiciones 
finales al punto de consulta o nueva posición final 
deseada, utilizando la distancia de Mahalanobis (De 
Maesschalck et al., 2000), la cual tiene en cuenta la 
correlación en los datos, ya que se calcula usando 
la inversa de la matriz varianza-covarianza (�) del 
conjunto de datos de interés (Ecuación 13).

dm �x
͢
  , y

͢
 �= �x

͢
  – y

͢
 �T �–1�x

͢
  – y

͢
 � . (13)

Basado en la distancia, se asignan pesos a las 
trayectorias utilizando una distribución gaussiana 
(Ecuación 14).

w = exp (–0,5  ⦁  dm) .                       (14)

De acuerdo a los pesos, sólo las trayectorias 
por encima de cierto umbral se tienen en cuenta 
para la generalización. Los pesos de dichas trayecto-
rias se normalizan a valores entre 0 y 1, y se prome-
dian con los pesos correspondientes. 

7.     RESULTADOS
El robot iCub fue diseñado como una plata-

forma común para investigadores interesados en 
el estudio de sistemas cognitivos artificiales y ha 
sido adoptado por cerca de 20 laboratorios a nivel 
mundial (Metta et al., 2008). La plataforma se ha 
utilizado para comprobar la obtención de habilida-
des cognitivas para interactuar con el mundo físico 
que lo rodea y manipular objetos de manera flexi-
ble (Tikhanoff et al., 2011 y Natale et al., 2013). De 
forma más específica, se le han enseñado habilida-
des como la arquería (Kormushev et al., 2010) y el 
disparo a objetos estacionarios y en movimiento 
(Nath & Levinson, 2012), utilizando visión por com-
putador y aprendizaje de máquina. Para el presen-
te trabajo, se utiliza el simulador del robot, el cual 
permite la programación de la plataforma de forma 
idéntica a como se realiza en el robot real.

Figura 6. Secuencia de agarre de un objeto. Arriba: Acción realizada por quien realiza la demostración. Abajo: Acción 
realizada en el robot simulado iCub
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En el entorno virtual del robot es posible crear 
objetos como mesas y esferas. Aquí, se utilizan las 
esferas para marcar las posiciones objetivo, para 
obtener información visual del error. A modo de 
ejemplo, en la Figura 6 se muestra una secuencia 
del movimiento en dirección al objetivo, realizada al 
crear la base de datos (arriba) y al reproducirla en 
el robot (abajo).

Del movimiento del operario, se obtienen los 
valores de las articulaciones al realizar la acción, las 
cuales se ajustan y se codifican como DMP, para limi-
tar el uso de espacio en memoria, y para la posterior 
generalización utilizando GPR.

Para el cálculo del error al objetivo se utiliza la 
Ecuación 15.

errobj = q*x,z– q'x,z ,
hx,z

(15)

Donde q*x,z es la coordenada del punto de con-
sulta en x o en z,  q'x,z es el valor final de la reproduc-
ción en el robot (en x o en z) al utilizar las técnicas 
GPR y distancia de Mahalanobis con distribución 
gaussiana, y hx,z es el ancho, es decir, la distancia en-
tre los puntos más a la izquierda y a la derecha para 
el eje x, y más arriba y abajo para el eje z.

Para realizar la comparación entre GPR con 
DMP, y la aproximación utilizando la distancia de 

Mahalanobis y distribución gaussiana, se crearon 30 
puntos de consulta utilizando una función aleatoria 
uniforme, ubicados en el área entre las posiciones 
finales de las trayectorias (Figura 7).

Figura 7. Posiciones  finales (formas de colores) y puntos 
de consulta (puntos negros)

Para un punto de consulta determinado, se ob-
tienen los valores de pesos (w), objetivo (g) y varia-
ble de tiempo (τ) que determinan una nueva DMP 
(Ecuaciones 1-3), y por consiguiente una nueva 
trayectoria, para cada una de las articulaciones. En 
la Figura 8, se presenta como ejemplo uno de los 
puntos de consulta (Figura 8a) junto a las trayec-
torias de entrenamiento y trayectoria generalizada 
para uno de las articulaciones (Figura 8b).

Figura 8. Generalización de trayectorias. a) Ubicación del punto de consulta en rojo. b) Algunas curvas de la base de 
datos (azul) y curva generalizada para la articulación guiñada del hombro (rojo)
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Para cada una de las 30 trayectorias generadas 
a los nuevos objetivos, se calcula el error en los ejes 
X y Z al realizar el movimiento en el robot simulado 
iCub (Figura 9). En la Tabla 2, se presenta una sínte-
sis de los resultados obtenidos, calculando los valores 
máximo, mínimo, promedio y desviación estándar.

Como se observa en la Figura 9, donde se or-
ganizaron los errores de menor a mayor según los 
valores de la técnica GPR, en algunos puntos de con-
sulta el error obtenido con la distancia de Mahala-
nobis y distribución gaussiana es menor. GPR com-
pensa esto presentando un menor error promedio, 
como lo presenta la Tabla 2. Además, el error en x 
presentado por GPR es cuatro veces más pequeño 
que el encontrado con la técnica de comparación. La 
desviación estándar para la regresión de procesos 
gaussianos se mantiene menor a 1,45% tanto en x 
como en z, para un valor promedio de 1,52% en z, 
mientras que la distancia de Mahalanobis y distri-
bución gaussiana presenta una desviación estándar 
mayor a 2,3% para un promedio de 2,82% en x.

Por motivos de comparación, hasta este punto 
solo se han mostrado resultados de predicción de la 
trayectoria para alcanzar una nueva posición final. A 
diferencia de la técnica que se propone aquí, la téc-
nica que utiliza la distancia de Mahalanobis y distri-
bución gaussiana no puede realizar generalización 
cuando se varían tanto el punto de inicio como el 

punto final, ya que las trayectorias que tienen más 
peso para la generalización del punto de inicio, no 
necesariamente serán las mismas trayectorias con 
mayor prioridad para generalizar el punto final.

TABLA 2. COMPARACIÓN ENTRE LA TÉCNICA 
EMPLEADA Y LA TÉCNICA BASADA EN DISTANCIA DE 
MAHALANOBIS Y DISTRIBUCIÓN GAUSSIANA

DMP y GPR
Dist. 

Mahalanobis y 
dist. gaussiana

Error x z x z

Máximo 2,06% 5,97% 8,78% 7,52%

Mínimo 0,12% 0,01% 0,07% 0,12%

Promedio 0,86% 1,52% 2,82% 2,98%

Desviación 
estándar

0,55% 1,42% 2,60% 2,33%

Para comprobar el comportamiento de la técni-
ca GPR cuando se proponen nuevos valores iniciales 
y finales, se crean puntos de consulta en los planos de 
inicio y fin, los cuales sirven como posiciones iniciales 
y finales de una nueva trayectoria, la cual se estima 
generalizando a partir de la base de datos de trayec-
torias conocidas. Se crearon 30 puntos de consulta en 
el área de entrenamiento de las posiciones iniciales 
(Figura 10), cada uno de los cuales se emparejó con 
uno de los 30 puntos de consulta en el área de entre-
namiento de las posiciones finales (Figura 7).

Figura 9. Errores al objetivo utilizando GPR y la distancia de Mahalanobis con distribución gaussiana. a) Errores en el eje 
X. b) Errores en el eje Z
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Tanto los puntos de consulta de posición ini-
cial como final, se crearon utilizando una función 
aleatoria uniforme. En la Tabla 3 se presenta una 
síntesis de los datos de error obtenidos al generali-
zar a un punto de consulta de inicio. De la Tabla 3 
se observa que el error promedio se mantiene por 
debajo del 0,8% tanto en el eje x como en el eje y, 
error considerado bajo.

Figura 10. Posiciones iniciales y puntos de consulta

TABLA 3. DESEMPEÑO DE LA TÉCNICA EMPLEADA AL 
GENERALIZAR EL PUNTO DE INICIO

DMP y GPR

Error X Y

Máximo 2,68% 1,44%

Mínimo 0,08% 0,01%

Promedio 0,78% 0,72%

Desviación estándar 0,61% 0,48%

Un análisis más detallado de los errores al 
utilizar las técnicas GPR, y distancia de Mahalano-
bis con distribución gaussiana, permite observar 
que los máximos se producen cuando los puntos 
de consulta se encuentran en los extremos del área 
de entrenamiento. Esto se debe a que los puntos de 
entrenamiento cercanos sólo se encuentran por un 
lado del punto de consulta, por lo que no se provee 
a los algoritmos de generalización de datos sobre el 
comportamiento de las curvas en todas las direccio-
nes. Es importante anotar que aunque se habla de 
los errores máximos, el error en GPR es menor al 
presentado en la técnica de comparación.

Los errores promedio de la técnica GPR, para 
generalización de punto de inicio (Tabla 3) y del pun-
to final (Tabla 2), nunca fueron superiores al 1,6%. 
Este error se considera bajo, más aún cuando la des-
viación estándar se mantuvo menor al 1,5%. Estos re-
sultados superan a la generalización utilizando la dis-
tancia de Mahalanobis y distribución gaussiana, que 
aunque en ciertos puntos presenta un error menor, 
el análisis estadístico de los 30 experimentos sugiere 
que su desempeño general es más bajo.

8.    CONCLUSIONES
Se propuso la generalización a nuevas trayec-

torias para nuevos puntos iniciales y finales a par-
tir de una base de datos de movimientos conocidos. 
Los movimientos constan de las trayectorias de los 
seis grados de libertad del tronco y brazo, necesa-
rios para alcanzar un objeto ubicado en una mesa 
frente al operario o robot.

Para codificar las trayectorias y crear la base 
de datos, se utilizó la técnica de aprendizaje por imi-
tación primitivas de movimiento dinámico. Para la 
generalización, se presentó la técnica regresión de 
procesos gaussianos, capaz de estimar los paráme-
tros de una nueva DMP a partir de la base de datos 
de DMP creada con las trayectorias de entrenamien-
to. Para evaluar el desempeño del algoritmo presen-
tado, se implementó una técnica basada en distan-
cia de Mahalanobis y distribución gaussiana, la cual 
utiliza las trayectorias no codificadas para estimar 
un nuevo movimiento, dado un nuevo valor final en 
el espacio de trabajo del robot. El desempeño de la 
técnica DMP y GPR presenta un mejor desempeño, 
con un error menor al 1,6%, frente a un error por 
encima de 2,8% para la técnica de comparación.

La reproducción de las trayectorias de entre-
namiento y generalizadas, se realizó en la platafor-
ma del robot simulado iCub. La programación se 
lleva a cabo de forma idéntica a como se realizaría 
sobre el robot real. Se obtuvieron las trayectorias 
estimadas al crear 30 puntos de consulta entre los 
valores finales de los movimientos conocidos. Los 
resultados estadísticos obtenidos señalan un mayor 
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desempeño por parte de la técnica GPR con DMP, 
donde se tuvo en cuenta el error al valor final desea-
do. Además de esto, se crean 30 puntos de consulta 
como posiciones iniciales del movimiento, cuyos va-
lores finales corresponden a los puntos de consulta 
creados para la comparación anterior. Los resulta-
dos obtenidos en el valor final no varían, y el desem-
peño de la técnica en cuanto al error de la posición 
inicial es mayor, si se compara con los errores que se 
obtienen con la técnica basada en distancia de Ma-
halanobis y distribución gaussiana.

La técnica DMP y GPR presentada tiene aplica-
ciones para el agarre de objetos en el espacio de tra-
bajo, y reproducción de tareas que involucran cam-
bios en las acciones de acuerdo a características del 
entorno, por ejemplo, al pintar un automóvil, donde 
la cantidad de pintura que se aplica varía según la 
zona que se desea pintar, o para codificar informa-
ción de la fuerza de agarre con respecto al tipo de 
objeto o su orientación.

Se propone como trabajo futuro, la implemen-
tación de las técnicas DMP y GPR para generaliza-
ción a nuevas trayectorias, sobre un brazo robótico 
real. Además, después de llevar la mano a la posi-
ción objetivo, capturar información del agarre, que 
pueda ser reproducida luego por el efector final del 
brazo robótico y que puede codificarse utilizando la 
técnica de aprendizaje por imitación presentada en 
este trabajo.
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