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RESUMEN 

Este artículo presenta una comparación detallada 
tanto a nivel teórico como práctico de redes neuro-
nales ontogenéticas obtenidas a partir de algorit-
mos destructivos y de regularización. Inicialmen-
te, se desarrolla el concepto de función de error 
��������	�
�������
���������������
����
������

��������������������
�����������������������
��
pesos, penalización de Chauvin y suavización de 
������ ������� �� �������� ��� ���������� 
�-
tructivos más representativos prestando especial 
��������� ��� ��� !"�� �!������� "����� ���������
Para mostrar la forma de aplicación y funciona-
miento de las técnicas destructivas y regulariza-
ción se seleccionan los algoritmos de WD y OBD 
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works obtained through pruning and regulariza-
tion algorithms. We initially deal with the concept 
of a regularized error function and the different 
���� ��� ��
���� ���� �� ��������� �������� 
�����
���������������������������
�#���$�������������
Then some of the most representative pruning 
algorithms are considered, particularly the OBD 
�!������� "����� �������� ����������� ��� ������
OBD and WD within the problem of the XOR 
function with the purpose of analyzing pruning 
techniques and regularization algorithms. The 
basic back-propagation algorithm is used in both 
WD and the inverse Hessian matrix in OBD. Ac-
cording to the results, WD is faster than OBD, but 
it deletes a smaller number of weights. Addition-
ally, OBD reduces the complexity of the neural-
network architecture, but its computational cost 
is still high.

en el problema de la función XOR, cuyo resulta-
do óptimo es conocido y que es posible visualizar 

����������%�����%����������&���������	��������-
raciones efectivas entre las técnicas, se programa 
el algoritmo de back-propagation en su forma bá-
�������������	�����
����������
�������������
aplicar WD y hallar la matriz Hessiana en OBD. 
Los resultados muestran las bondades de WD en 
cuanto a velocidad de ejecución pero no de eli-
minación estricta de pesos, mientras OBD dismi-
nuye la complejidad de la arquitectura de la red 
neuronal pero su costo computacional es elevado.

ABSTRACT 

This article shows a detailed comparison of both 
theoretical and practical Ontogenetic Neural Net-

1. INTRODUCCIÓN 

Uno de los inconvenientes cuando se desean mo-
delar sistemas neuronales, ya sea de regresión o 
������������� �� '��� �� 
�������� ��� ����������
de la red que se adapte de una buena manera o 
de forma óptima al problema objeto de estudio 
[1]. Es difícil establecer la cantidad de capas, 
neuronas, conexiones o funciones de activación 
de forma automática y, generalmente, la forma de 
hacerlo viene de la experiencia del diseñador de 
la red neuronal o a través de múltiples pruebas en 
las que se varía alguno de los factores que afectan 
la arquitectura, pero sin lograr un control efectivo 
de la solución.

De forma a priori se puede plantear un modelo de 
���������(���$���������������������'������$����
una solución con error de aproximación cercano o 
igual a cero, pero que ocasiona que la red no pue-
da generalizar ante datos nuevos o desconocidos, 
esto último es el objetivo en la mayoría de pro-
blemas que usan redes neuronales. A estas solu-

�����������
���������)���*���
����������+�
�$������������
�)����$���������'�����������
�
�
de generalización es limitada [1], [2].

Modelos reducidos o con unas pocas neuronas 
provocan que la solución no represente el pro-
blema considerado, afectando tanto el error de 
aproximación como la generalización de la red 
neuronal. Luego, existe un compromiso entre la 
cantidad de parámetros y el desempeño del mode-
lo, y esto es lo que se conoce como el dilema de la 
plasticidad-estabilidad [2].

Estudios teóricos demuestran que cuando se po-
seen dos o más modelos con desempeño similar 
debe elegirse aquel más simple, donde la métri-
ca para medir la complejidad en redes neurona-
les es su dimensión VC [2]. Una manera práctica 
de realizar la selección es a través del número de 
neuronas o capas de la red, recordando que las 
redes neuronales con una capa oculta puede ser 
aproximadores universales.

*  *  *
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Actualmente, se conocen modelos que intentan 
resolver el inconveniente de la arquitectura de la 
red a través de técnicas de optimización, heurís-
ticas o algoritmos, en los cuales va aumentando 
o disminuyendo la cantidad de neuronas siempre 
monitoreando su desempeño, comúnmente a tra-
vés del error entre el valor deseado y la salida del 
��
����034��5�
�������+�������������������-
do en un tipo de redes neuronales denominadas 
ontogenéticas que intersectan los planos ontoge-
�+�������������+�������������
����&!6��del inglés 
Phylogeny, Ontogeny y Epigenesis��074��084�

En este documento se muestra, a través de un 
�*������ 
�� ������������ 
�� ���� �������� ��������
el concepto de adaptabilidad de la arquitectura 
en una red neuronal por medio de una técnica de 
pruning y una de regularización de la función de 
error. La organización del documento presenta, 
en la segunda sección, una visión global sobre las 
redes neuronales ontogenéticas particularizando 
en los métodos destructivos y regularización de 
la función de error. La tercera sección plantea 
��� ���)�����
�� �������������� ��� ������� �������
muestra la obtención de varias soluciones usando 
las técnicas anteriormente mencionadas. Finali-
za con un análisis de los resultados alcanzados 
y se concluye sobre la aplicación de las técnicas 
Weight decay y Optimal Brain Surgeon.

2. MARCO TEÓRICO 

Las redes neuronales ontogenéticas surgen como 
medio de respuesta a la evolución en la fase de en-
trenamiento o de ajuste de un modelo basado en re-
des neuronales [5]. Su nombre se puede atribuir al 
��
����&!6������������������������������������
bio-inspirados de acuerdo a analogías con la orga-
nización de la naturaleza en tres ejes diferenciados: 
������+�������������+�������������+��������������-
do con modelo POE, los sistemas conexionistas, 
como las redes neuronales, se encuentran enmar-
cados dentro del eje epigenético y a la evolución 

de una estructura particular sin interacción con el 
ambiente pertenece al eje ontogénico. 

Las interacciones arquitectura-entrenamiento que 
proporcionan el modelo neuronal, son las que en 
realidad brindan la base ontogenética y un ejem-
����
����������������������������*��������+�������
ontogenético que extienden el modelo POE origi-
�����6�
����������'��������������������������	�
��
no sólo se encuentra los algoritmos genéticos para 
asegurar dicha intersección o dar las característi-
����������+�����0;4��0<4���������������
�������
�
�����
����
�����������$+�
�����������������
��
tipo analítico o heurístico como los presentados 
��������)���=�0>4��034��0;4��0?4�

Las redes neuronales ontogénicas pueden verse 
como un esquema de implementación de redes 
neuronales, en las cuales se intenta proporcionar 
a la arquitectura de la red, la sencillez necesaria 
para evitar el sobreajuste, usando procedimientos 
en los cuales se genera una interacción más fuerte 
entre la topología y el entrenamiento básico en el 
cual se encuentran los pesos de la red.

Tabla 1.	�����	���������	����������

����	�!	�"#$�#% ��#��$!�

&������	��	�����	���������

'	 (���)�	����
'	 !���������	��	�����
'	 ����������	
				��	#)����
'	 ���������	��	�����

%���������	������������
'	 �*�
'	 �*�
'	 +����

%���������	
�������������

�����������

'	 ,�/����
'	 4������
'	 #���������	
    en cascada

$�	�����������
'	 %��
'	 !��������	��	������																										
    crecientes

Mixtos '	 ��!

%���� � ����	
:��������

&�����;	��<������	�����
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Bajo el esquema de MLP, el algoritmo de back-
�������������"&������
�����������������
��
��
y aplicado a problemas reales para encontrar los 
pesos o parámetros libres del modelo [1], [2], de-
bido a su simplicidad en la obtención de los pesos 
de la red neuronal. El algoritmo BP proporciona 
una manera de resolver un problema de optimi-
zación no lineal irrestricto, en el cual la función 
objetivo es cuadrática  y esta hace referencia al 
error cuadrático medio en función de los pesos w 

���@�&������������������������������������=��

 � �� ���
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�	�
�
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�
���  �=�

Donde:

E�w�K����������
�%�������
���
�������
����������

�
�� : etiqueta de salida para un k particular 

xn: características de entrada 

yk: valor de salida de la red. 

El superíndice n indica la evaluación en un dato 
particular, donde N representa la cantidad de da-
tos de entrenamiento y el subíndice k el número 
de salidas de la red y c el número total de salidas 
de la red. 

Q���)��$����������������=�����������������������
distancia euclidiana entre las diferencias entre el 
vector de etiquetas y la salida de la red, pero no 
considera la complejidad del modelo.  La función 

�������������
������������������=������
����
�-
�����������
�����
������+������
��������	������
del error ligado directamente con los pesos de 
��� ��
Y�R�w��� ���'��� ��������'����
�� ��������-
ra, la complejidad se considera a causa de que el 
error se incrementaría entre más neuronas o pesos 

posea la red, controlando de esta manera el so-
breajuste [2]. 

������� ���
�
 	
� �   �>�

Donde:

��� �
 K�����������������
����
��

���
 K����������$���������
�
����������������=�

���� : término de regularización que mide la 
complejidad del modelo

/ K����������'���
��������������Z�������
����+���-
no ����  en la respuesta.

En la tabla 2 se presentan tres métodos que se 
pueden enmarcar dentro de la categoría de redes 
ontogénicas con función de error regularizada, en 
la cual se presenta la función  que los describe 
��\���������������>��034��0;4�^�0=_4�

Los métodos presentados en la tabla 2 poseen la 
característica que hacen que el algoritmo BP no 
����
��'���
������������������$������'������
su versión original, que usa el método de descen-
so de gradiente, hay únicamente que incluir la 
función de error cuando se realiza la propagación 
���������%��)��`���
��

��������	����	��
���������	����������

Estos métodos parten de un MLP de un tamaño 
{����
�|� ��������� �)���*���
��� ���� ��� 
�-
empeño adecuado para el problema que se este 
trabajando, para luego eliminar aquellos pesos 
que aportan en menor medida a la solución [11] 
}� 0=74�� ��� ������������ �� ������$�� �� �� �����
considerando en general un parámetro denomi-
nado Saliency, que determina el aporte de dicho 
peso a la salida de la red, esto a partir de in-
formación de la primera o segunda derivada de 
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la función de error. A continuación se muestran 
los métodos de pruning más relevantes: optimal 
brain surgeon, optimal brain damage y el método 
de Karnin.

Optimal Brain Damage (OBD): es un método de 
segundo orden debido a que emplea la segunda 
derivada de la función de error de la red con res-
��������������Y���
���������������������%������
de la matriz Hessiana. Cuando la red posee una 
cantidad de pesos considerable el cálculo de la 
matriz se torna inviable, por lo tanto, se aproxima 
la matriz a una matriz diagonal, esto hace que la 
eliminación no sea tan precisa al considerar sólo 
la diagonal principal de la Hessiana [11]. 

Optimal Brain Surgeon (OBS): es otro método de 
segundo orden en el cual se resuelve el inconve-
niente de OBD de reentrenar la red por cada itera-

Tabla 2.	4������	�����	=������	��	�����	���������>	����� w indica los de los pesos de red.

4����� &������	R?w@	

(���)�	����
���� � �

�
	 � �

�
�
	 ��

�

�
�  						?A@

Donde el operador || ||	��	�	����	�	Wl indica los pesos de la red.

!���������	��	�����

���� �
�� ��� ��

�
 �� ��� ���
�     						?B@

Donde W0 ��	��	��C�����	���	����������C	��	 �	���	������C	���)��	
�����	��	�������	�����E	�	���)��	��	�������	�����F

���������	��	�����	?��=�	G���)�	�)����@

R�w� � � ln � j . j �wi �
j
�
��

��
��
��

��

��
��
��

i
� ���	?H@

Donde fj ��	��	=������	��	������<�����	�������	��	���	�����	�	�j una 
��������	���	��	)��	������	��	�������	��	�������I�F

����������	��	#)����

R�w� � � wi
2� �

i
� � � z� �

i
� ��������	?J@

Donde �?F@	��	��	=������	�������	�������>	�����	�	������	��	��	�	

=���	 ���� z� � � 1
1
 z� �n

, 	���	�KL>O>	P

&�����;	��<������	�����

ción del algoritmo. OBS  calcula una aproxima-
ción de la matriz Hessiana inversa que se obtiene 
on-line, esta propuesta se encuentra reportada en 
0==4�����������=��������������������!"��

Método de Karnin: es un método de primer orden 
para el cual es necesario el gradiente de la fun-
ción de error con respecto a los pesos para encon-
trar un parámetro denominado sensibilidad, que 
determina el peso a eliminar en la red [11], [12]. 
������)���
�
���
���������K

  ����<�

 

Donde  y  se estiman sobre el con-
junto de entrenamiento y  son los pesos en la 
iteración actual y 

 
 es el peso a eliminar.
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3. METODOLOGÍA 

Para ilustrar los procedimientos usados por al-
gunas de las redes ontogenéticas, se propone la 
ilustración de los procedimientos usados en tres 
de ellas, a través de un ejemplo típico de clasi-
��������'������������������������>��6�������
de estudio posee un espacio de entrada de dos di-
mensiones y las etiquetas de salida corresponden 
��������������	����������=�����������������*��
������>��������������
�������
�������x1 y x2 y 
las etiquetas de salida y����)��$�����������)���3�

Tabla 3.	�������	��	�����	�	��������	��	����F

x1 x2 �

0 0 0

0 1 1

1 0 1

1 1 0

&�����;	��<������	�����

1. Seleccione la arquitectura de la red adecuada.

OF	 �<�����	�	�����	Q-1.

AF	 !�������	��	�������	�C�	�����E�;

�� �
��� �

�

� 	 � ��� � ��
	

Si el error se incrementa poco al eliminar el peso 
������	�	�������	��	�����	����>	����		����	
��	�	���	BR	����	�	���	HRF

BF	 %�������	��	����	��	���	�����F

HF	���������	��	��	�U�����	�C�	�����	��	�������	�	
si el error se incrementa demasiado al eliminar el 
peso i.

JF	 �������	�	���	ORF

W	����������	��	�	�����	Q�����	������	?Q-1@	
��	��	��������	���	��	���;

��
�
�� � ��

�� �
��

�� 	��
� 	��
�
	 	��

��


� 
��
�
	 	��

�� 	��
�
 

Donde: ��
� �
��
��

 	�	$e es la cantidad de datos de 

entrenamiento.

Figura 1F	%��������	��	��	������	�*�F	

&�����;	��<������	�����

Figura 2.	������<�����	��	�������	��	�����	��	�	=������	Y��F

&�����;	��<������	�����
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En general, este problema permite la implemen-
tación de la función lógica XOR utilizando un 
MLP, debido a que la distribución de los puntos 
�����������������������������������������������
perceptrón. De forma a priori se conoce que son 
necesarias dos capas en el MLP y tres neuronas 
para resolver el problema, dos en la capa oculta y 
una neurona en la capa de salida. 

Conociendo la solución al problema, se procede 
resolverlo por tres caminos diferentes: el algo-
ritmo tradicional de Back-propagation, weight 
decay y OBS. Lo anterior permite realizar com-
paraciones sobre la efectividad en la solución del 
problema, complejidad del algoritmo y el modelo 
de red obtenido por cada uno de ellos. 

El orden seguido para encontrar las tres solucio-
nes es similar para los tres casos objeto estudio y 
consiste en: programación del algoritmo, descrip-
�������������������
����������
���������$����-
cación de solución al problema de la XOR y de 
arquitectura obtenida. Finalmente, se realiza una 
comparación de los resultados alcanzados con 
cada uno de lo algoritmos, considerando como 
métricas de desempeño el error de la aproxima-
������
�������
�
�����������������������*�
�
���
grado de optimización de la arquitectura. 

Por simplicidad, los resultados son visualizados 
en un plano para poder  explicar los procedimien-
tos empleados de forma más sencilla. Los algorit-
mos y algunos de los resultados obtenidos pueden 
extenderse a problemas de mayor dimensión o 
�������������
���������%�������*��

4. RESULTADOS 

�����	������!���������

Para resolver el problema propuesto en la anterior 
sección,  se desarrolla el algoritmo de Back-Pro-
pagation original [1], [2], [7].  La arquitectura del 

@�&���%���������������
������Y����
�����
��
�� ���� ������Y� ���� ��
��� ����� �)������ ��� ��
����
es necesario estimar seis pesos para las neuro-
nas ocultas y tres para las neuronas de salida, los 
�����������������������������3��6����
����
���
MLP implementa la función dada por la ecuación 
�?���
��
���1 corresponde a los pesos de la capa 
oculta y W2 los pesos de la capa de salida.

���� ��  �	 
� �	 
���
��
�� ��

��
��

��
��
��

�
�
�  �?�

Donde:

����K���������
������$�����������
���

W 2 y W 1: matrices de pesos de la capa de salida  
de la capa de entrada respectivamente.

El método de optimización empleado es el de des-
�����
�����
���������������*����������������'���
la forma de realizar el algoritmo es a través de 
funciones, lo que permitiría migrar a otro forma 

Figura 3.	 ���	 $������	 ��	 ��������	 ��	 �	 =������	
Y��F

&�����;	��<������	�����
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de solución basada en gradiente conjugado, mé-
todo de newton, Lenverq-Marquard. La actuali-
	������
�����������%�
�
����������������������

� �
����� 
�� 	���
 
� �  ���

Donde:

EK���������
��������
�
�������������������=���

�: tasa de aprendizaje.

�: función del gradiente.

El criterio de convergencia del algoritmo se da a 
través de dos procedimientos: el primero por nú-
������%�����
�������������������������*������
=____����������
���*��
������������%�����������
iteraciones: �|Ek– – Ek–1| , donde la iteración está 
dada por k. El error se calcula usando la ecua-
����� �=��� ���� ��� �������� 
�� �����
�� ������
��
el cálculo con un conjunto de validación en un 
problema con mayor cantidad de datos en donde 
se realice validación cruzada.

Después de ejecutar y obtener varias soluciones 
���@�&�
����������������������
����
��
���$�-
lor semilla establecido para los pesos y la manera 
como se presenten las entradas en el entrenamien-
�����������������������)�����
����������������
�������������������7���������'������)��$������
discriminadores lineales dados por las neuronas 
de la capa oculta en el espacio de entrada x2 vs. 
x1 para cada una de las clases. Esta solución se 
obtiene para una tasa de aprendizaje m=0.7, luego 

����73�����������������������
��_�_==7�

Los pesos encontrados por el algoritmo BP desa-
rrollado y ejecutado son:
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Es elegido el método de Weight Decay debido a 
que la derivada de la función R�w����������������
los pesos utilizada para la actualización en el al-
goritmo de BP es de fácil inclusión en la función 
de error [7], [8].

El método consiste en entrenar un MLP de un ta-
maño razonable, en el caso de estudio con una can-
tidad mayor a dos neuronas en la capa oculta, de 
tal manera que el método intente disminuir la can-
tidad de conexiones o neuronas de la red. A con-
tinuación se muestra el procedimiento seguido: 

��� 6������������
�{����
�|�'��������$��������-
blema.

)�� 6�����������
�����"&����
�������Y�������
�-
lo sobre-ajustaría la solución.

c. Con la misma red elegida entrenar usando 
Weight Decay.

Figura 4.	�������������	���	4W�	���	O	�������	��	
��	�����	�	��	������	��	����F
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d. Establecer un criterio que elimine aquellas 
neuronas no relevantes.

��� !)�����������
�����������������

� 6�� ���� �)�� ���
�� ����������� ��� ��� �����-
te documento se realiza para poder efectuar 
comparaciones efectivas del procedimiento, 
el cual se muestra para un caso:

���� ������������)���*���
��������)�����
�����
sección 4.1 estaría dada por cualquier MLP 
con una cantidad superior a dos neuronas en la 
capa oculta. Para mostrar el efecto de Weight 
Decay se elige una red con cuatro neuronas 
en la capa oculta y una neurona en la capa de 
salida debido a que tendrían que calcularse 17 
pesos, que corresponden a casi el doble del 
modelo presentado en la sección 4.1. 

)��� #��� ��� ���������� "&� )%���� �� ��������� ���
���)����� 
�� ���
���� ����� ������
�� ��%����
����������������������8�����������)����-
dos se muestran a continuación:
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� Q����������������������
��������������
��
���������7��������
�����������8��������������
se ve que con más neuronas la región es más 
compleja, ya que es el resultado de la inter-
�������
��������� ������ ��������������'���
determinan la clase C1.

���� #�����������$�����
������������
�����-
vergencia usado en el numeral b., se entrena 
la red usando Weight Decay cuya actualiza-

ción de los pesos por iteración esta dada por 
�������������=_���

� � � �
����� 
�� 	����
 

�� ��� ��=_�

 El valor de l se determina heurísticamente 
mediante múltiples corridas del algoritmo, 
el valor encontrado fue de 0.0005. Luego de 
4401 iteraciones y un error de 0.054, el re-
����
����%����
���������������������������
������������;�����������)����
�������-
tran a continuación:
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��� Q���)��$��������������������
����������
Weight Decay, no existen pesos que sean 

Figura 5.	�������������	���	4W�	���	B	�������	��	
��	�����	�	��	������	��	����	�����	
BP.
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cero, que es lo que se esperaría del algorit-
mo. Ignorando la contribución de los pesos 
bias� �\������ ���� ������ ����� W 2 como para 
W 1���������������
�����������������������
�
absoluta entre los pesos asociados a la neu-
�����=����������=�
��W 1���������������>����-
lumna 2 de W 1��������������
����������
de casi tres o más veces.  Por lo tanto, esto 
indicaría que las neuronas 1 y 2 no contribu-
yen en gran medida a la región de salida del 
�������
����������������������
����������-
����������������$����������������

���� Q����������� �����������=���
��
�������
��
en las observaciones del numeral d., la re-
�����
�����������������������������������
7, la cual es similar a la presentada en la 
������7�

��&��!�����������
	�'(�

Para mostrar la forma como se aplican y se ob-
tienen los modelos neuronales a través de méto-

dos de pruning, se selecciona el algoritmo OBS, 
������
��������������=��
�)�
����'�������������-
rencias consultadas [11] y [12], estos muestran 
sus bondades al no tener que realizar múltiples 
��������������
�������
��\�����������������-
rio entrenar una vez para obtener una solución 
��������������������������
���������%��������
comparada con otros métodos de esta clase, al 
considerar la segunda y primera derivadas para 
el cálculo del saliency asociado a los pesos de 
la red.

El algoritmo OBS se desarrolla de acuerdo a la 
propuesta mostrada en [11] para solucionar el 
���)����� �������
�� ��� ��� ������� 3�=�� ���� ��-
goritmo puede extenderse a modelos con mayor 
cantidad de entradas o neuronas en la capa ocul-
ta. El cálculo del error por iteración se realiza 
�������
�����������
����������)���3��������-
do un problema en el cual se pueda realizar una 
validación cruzada y el criterio de convergencia 
del algoritmo sea el error de validación. 

Figura 6.	�������������	���	4W�	���	B	�������	��	
��	�����	�	��	������	��	����	�����	
(���)�	����F

&�����;	��<������	�����

Figura 7.	�������������	���	4W�	���	O	�������	��	
��	 �����	 �����	 ��	 ����������	 ��	 ���	
neuronas del resultado del numeral c.
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El entrenamiento necesario para OBS se realiza 
����������
�
��
������Y�����������������������
una neurona en la de salida, razón por la cual se 
aceptan e integran los resultados obtenidos tanto 
en la sección 4.1 como en la 4.2. 

Entrenamiento con BP�����������?��������������-
portamiento del error sobre el conjunto de prueba 
y el resultado después de eliminar 10 pesos, en 
ella se observa que durante las primeras ocho ite-
raciones el error varía levemente. Pero después de 
eliminar el peso 9 y 10, el error se dispara, por 
lo cual no resulta conveniente la eliminación de 
dichos pesos.

��� �����
�� �� ���������?�� ����'������
�� �����-
delos parciales obtenidos desde la iteración 1 a 8 
puede resolver adecuadamente el problema, pero 
por su simplicidad y menor número de conexio-
nes, el elegido es el modelo resultante de iteración 
8. Los pesos asociados a este modelo se muestran 
a continuación:

Figura 8.	!����	��<��	��	���I����	��	����<	���	��������	��	��	���I����	��	����<F
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Al observar los valores para los pesos de las capas 

���@�&� �W 2 y W 1���� ��� �������������)����
��
�����
������������������������'������������
��
es de dos neuronas en la capa oculta, a pesar que 
la arquitectura inicial era de cuatro neuronas. El 
error sobre los datos es igual a 0.012 con la elimi-
�������
��
�����������?�������������

Entrenamiento con Weight Decay, con los resulta-
dos del entrenamiento con Weight Decay se aplica 
el algoritmo OBD cuyos resultados fueron un error 
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de 0.0521, con la eliminación de dos neuronas 
�?� ������������ ��� ����� ������������ 6�� ������-
���������
�������������������������������=_�����
donde se ve hasta la iteración 8 el error permanece 
�������������)�*��������������_�_;��������������-
cremente notablemente para la iteración 9 y 10.

El modelo resultante para cada uno de los pesos 
��������������������������������������==��������-
����
���

Figura 9. �������������	���	4W�	���	O	�������	��	��	
�����	�	��	������	��	����	�����	�*�F
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Figura 10.	!����	��<��	��	���I����	��	����<	���	��������	��	��	���I����	��	����<	�����	�*�F
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Figura 11. �������������	���	4W�	���	O	�������	��	��	
�����		�	��	������	��	����	�����	�*�F
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5. ANÁLISIS DE RESULTADOS 

Para realizar una evaluación lo más objetiva po-
sible de los resultados se plantea la tabla 4, en la 
cual se establecen cuatro criterios a considerar: 
error cuadrático medio, complejidad del modelo 
������������	������
����'������������
�������
�
��
entrenamiento.

���
�������
�
���������������������������������
que son capaces de optimizar la arquitectura de 
un MLP es superior en operaciones y tiempo de 
procesamiento que el algoritmo BP tradicional. 
Siendo el algoritmo Weight Decay más simple 
que OBD pero requiere una eliminación de los 
pesos luego del entrenamiento, lo que supone la 
inserción de alguna métrica o umbral que permita 
eliminar conexiones de la red.

Hay que aclarar que, por el problema elegido, no 
se generaron datos de validación, lo cual hace que 
�����
�����)���*���
��������	�������������-
��������������*������������
�%�������
��������
lo tanto, no se pueden comparar con los modelos 
basados en dos neuronas. Pero para lo resultados 
con los modelos de dos neuronas mostrados en 
la tabla 4, el mejor error lo posee la técnica de 
Weight Decay por encima de OBS. A través de 
ejecuciones múltiples del algoritmo OBD se esta-
blece que esta mejora el error cuadrático medio, 
dependiendo de la calidad del entrenamiento ini-
cial.

6. CONCLUSIONES 

Es posible optimizar la arquitectura de una red 
neuronal basada en perceptrones utilizando técni-
���'��������������
������
�������
�������+��-
cas. Dentro de los métodos estudiados se observa 
'������������$���'������'�����
������������-
)�����
��������	�����Y��������������������������
de error, a través de la inclusión de una función 
de costo que considera la complejidad del modelo. 
Mientras que con las técnicas de pruning se mo-

����������'����������
��������
�������*�������$+�
de una eliminación especializada de pesos. Ambas 
técnicas mostraron ser efectivas para el problema 
de la función XOR debido a que pudieron conver-
ger a la solución más simple que usa dos neuronas 
en la capa oculta y una en la neurona de salida.

Debido a que uno de los problemas que posee un 
diseñador de sistemas bioinspirados, basados en 
redes neuronales, es que no conoce la arquitectura 
de la red de forma a priori y generalmente esta 
elección se realiza de forma heurística, resultan 
convenientes las redes ontogénicas, ya que estas 
pueden optimizar la arquitectura, tanto para pro-
blemas complejos como simples, intentando me-
jorar la capacidad de generalización del modelo.

!"����������
�������
�
���������������������-
to ante problemas con dimensiones altas, ya que 
se debe calcular la matriz Hessiana que con lleva 
a múltiples operaciones, siendo el tamaño de la 

Tabla 4.	���������	��	�������	�������F	]	���������	���	���������	���������	�	������������F

)��������!���
�
*��	�����
�+���	�

��
�	
,	�!��-�
�
�


�������/���������
$�:�����
�


������������	
'!����������


����/���������

BP 0.0231 2 neuronas Baja No

BP 0.0096 4 neuronas Baja No

(���)�	���� 0.0108 4 neuronas Media Si*

�*�	_	*� 0.0123 2 neuronas Alta Si

�*�	_	(���)�	���� 0.0521 2 neuronas Alta Si
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Hessiana directamente proporcional a los pesos 
del modelo. El algoritmo propuesto por Hassibi 
posee la particularidad que calcula online la in-
versa de la matriz Hessiana, lo que agiliza el tiem-
po por iteración del algoritmo.

Las técnicas estudiadas, Weigh Decay y OBD, re-
sultan difíciles de implementar en hardware por 
sus tasas de procesamiento y operaciones. Weight 
Decay resuelve un problema de optimización 
usando descenso de gradiente, lo que sería lento a 
nivel hardware mientras OBD requiere operacio-
nes matriciales de gran complejidad en redes de 
tamaño considerable.

Como trabajo futuro puede establecerse un set de 
pruebas para las estructuras de redes ontogénicas 
presentadas en la tabla 1, con el ánimo de brindar 
las características principales de cada una de ellas 
en problemas prácticos.

7. FINANCIAMIENTO

Este trabajo se desarrolla como parte del proyecto 
{6$���������
����'���������������������������-
������������� ���
����|� 
�� ��� ���$���
�
� ��-
trital Francisco José de Caldas.

REFERENCIAS

[1] C.M.  Bishop, Neural Networks for Pattern 
Recognition, Oxford: Oxford University 
Press, 1995.

[2] S. Haykin, Neural Networks: A Compre-
hensive Foundation, Prentice Hall, 1998

034� @�������������������
�����������{�������
��
� �������� ������� ������`|�� ��� John 
Wiley & Sons, Inc., Hoboken, New Jersey, 
>__3�

[4] M. Sipper, E. Sanchez, D. Mange, M. To-
massini, Andrés Pérez-Uribe, and Andre 
��������K�� {Q� &������������� !������������
and Epigenetic View of Bio-Inspired Hard-
����������|��IEEE Transactions On Evo-
lutionary Computation, Vol. 1, No. 1, 1997.

084� 6�� �������� {#��������$�� )�)���������� ���
���������� ������� ������`|�� ��� Proceed-
ings of the Internacional Conference on 
�������	
����	
��������, 1994.

0;4� ��������5��!`�)����
�"�����
������{�������
Network Regularization and Ensembling 

Using Multi-objective Evolutionary Algo-
�����|�����Proceedings of 2004 Congress 
Evolutionary Computation, 2004.

0<4� ����������������������
�������������{5���
improved training algorithm of backpropa-
gation neural network with self adaptive 
��������� ����|�� ��� Proceedings 2009 In-
ternational Conference on Computational 
Intelligence and Natural Computing, 2009.

0?4� ����������#�����{Q���$����������������
�-
termining the optimal number of hidden 
layer neurons for FNN’s and its Applica-
�������������@�����|�����Proceedings 5th. 
International Conference on Information 
Tecnhology and Applications, 2008

[9] H. Wang, F. Ji, G. Wei, C. Leung, and P. 
�����{��������	������&�������������������
���� ������� ������� ������`|�� ��� Interna-
tional Journal of Intelligent Systems and 
Technologies, 2009.

[10] J. Larsen, L.K. Hansen, C. Svarer and M. 
!������ {������Q�
� ��������	������ !��



��������

Tecnura   Vol. 16    No. 33    julio-septiembre de 2012172

Neural Networks: The Optimal Use Of 
Q� ����
������ ���|�� ��� VI. Proceedings of 
the 1996 IEEE Signal Processing Society 
Workshop��=��;��

0==4� "����)����
����������`��{�����
�!�
���
Derivatives for Network Pruning: Optimal 
"�������������|����������������������6
����
Proceedings of the 1992 Conference Ad-
vances in Neural Information Processing 
Systems, Morgan Kaufmann Publishers, 
=��3�

0=>4� 6���������� {Q������������
���� ��������-
ing back-propagation trained neural net-

���`|��Transactions on Neural Networks, 
1990.

0=34� ���������
���6��5����{&�����������������-
works during training by backpropaga-
����|�����Proceedings of IEEE Region 10’s 
Ninth Annual International Conference, 
1994.

0=74� ��� #������� {Q��� '������� ���
������� ��� @�-
lan: feed-forward neural networks, pruned 
������� ������`� ��
� ��	�� ��������|�� Eco-
logical Modellin������8=3^8>���>__8�

Tecnura    Vol. 16    No. 33    pp. 158 - 172    julio-septiembre de 2012


