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RESUMEN 
El artículo tiene como objetivo presentar una introduc-
�
�����������������	
������������������������������
técnicas de agrupamiento, observando las limitaciones 
de las técnicas tradicionales y explicando las diferen-
tes aproximaciones existentes en la literatura.

Las principales tendencias en los diferentes algo-
ritmos indican que la mayoría de ellos separan el 
proceso en dos fases: una fase online en la cual 
�������
���������	��
���
������������������������
adicional a la aplicación de funciones de decadencia 

para olvidar datos, y una fase ������, en la cual se 
ve la aplicación de técnicas de agrupamiento tradi-
cionales para la obtención de los clúster solicitados 
�������������
������������������������������������
la selección de las características deseables de un 
algoritmo, basado en los sustentos teóricos de cada 
uno de los trabajos expuestos.

ABSTRACT
This paper presents introductory materials to data-
stream mining processes using clustering techni-
ques. The limitations of traditional techniques are 
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observed and the various approaches found in the 
literature are explained. The major trends in the 
different algorithms indicate that most applications 
�������������������
����������������	���������-
�
������������
���	�!�������������	���		��
��-
tion in addition to the application of decay functions 
������������"�����������������"�
������������
���
��

the application of traditional clustering techniques 
in order to obtain the cluster requested by users.

The net result of this paper is a selection of desirable 
characteristics of an algorithm, based on the theo-
��
����������
��
�����"�������"�������!�����������

* * *

1.  INTRODUCCIÓN

El rápido desarrollo de las tecnologías de informa-
�
���#$%&����
������
������	'
���"����	����������
muchos procesos de la ciencia y la industria. Los 
sistemas para capturar, almacenar y gestionar datos 
han evolucionado de sistemas de procesamiento 
�������
(�����
	

(���������
������������������
sistemas de bases de datos. La enorme cantidad de 
datos ha excedido la capacidad humana de com-
prensión y, por tanto, se ha hecho necesario tener 
técnicas avanzadas para analizar, comprender y 
explorar dichos datos.

)����������������
��������������������'�
�������
-
miento sobre ellos, la minería de datos emerge como 
un campo de investigación interdisciplinario de áreas 
��	��'��������������
���
����
����
��
���������-
dizaje de máquina, estadística, entre otros. Muchos 
algoritmos de minería de datos han sido planteados 
�������
���������
���	'���������������	
����#��+�-
tering) ha recibido mucha atención dado que puede 
ser utilizado en numerosas aplicaciones tales como 
���	����
��������
������	��!�
��������

El agrupamiento es una técnica de aprendizaje no 
supervisada que a partir de un conjunto de n datos 
����
0������������������
�����������������	1��
grupos de objetos similares, donde la similitud entre 
�����'��������"�������	��������
����
�
������
alguna medida de distancia (euclidiana, coseno, 
Manhattan, etc.) o función objetivo. En términos ge-
nerales, el algoritmo trata de maximizar la similitud 

inter-clúster (los objetos asignados al mismo clúster 
son altamente similares) y minimizar la similitud 
intra-clúster (objetos en diferentes clúster tienen 
baja similitud entre ellos) [1]. Diferentes métodos 
han sido considerados para realizar procesos de 
agrupación, entre ellos se encuentranlos métodos 
particionales, los cuales dividen un conjunto de 
datos en “k” subconjuntos no superpuestos. Entre 
los principales algoritmos se pueden mencionar: 
!4	�����567��!4	���
���587�������������

Los principales problemas de los algoritmos anterio-
res radican enque se debe conocer con anterioridad el 
(��������!�����
�
����	�������������
����(��
�����
������
���
����
�����������������"��	���
�����������
y son sensibles al ruido. Para solucionar lo anterior, 
aparecen algoritmos basados en densidad que tratan 
de buscar regiones cuya densidad supera cierto um-
bral para conformar grupos candidatos. Ejemplo de 
��������������
	�����	��9;<)=>�5?7��AF$%)<�
5G7��HAF�5J7�9�>)KO��5Q7�����

Otros métodos comúnmente considerados son los 
jerárquicos, los cuales a su vez se pueden dividir 
en: los aglomerativos (de abajo hacia arriba), en los 
cuales se empieza con cada punto del conjunto de 
datos formando un clúster y en cada paso se unen 
los puntos más cercanos basados en un medida de 
proximidad (MIN, MAX, GroupAverage), y los 
divisivos (de arriba hacia abajo), en los cuales se 
comienza con un único clúster y en cada paso, el 
algoritmo lo divide hasta llegar a clúster de pun-
tos individuales. Entre los algoritmos jerárquicos 
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���������
(��� ��1�� ;%^)H� 5_7�� )O^�� 5`7� ��
CHAMELEON [10].

Otros métodos propuestos son basados en proce-
sos bioinspirados y físicos. Entre los basados en 
procesos bioinspirados se pueden considerarlas 
bandadas de pájaros en las cuales agentes individua-
les (pájaros) a partir de reglas de interacción local 
(alineamiento, separación, cohesión, similitud) 
generan comportamientos emergentes (clúster) 
[11], [12], [13]. 

Nasraoui et ál, proponen UNC (Unsupervised Niche 
Clustering), el cual es una aproximación al proble-
ma de agrupamiento usando una técnica conocida 
como nicho genético (Genetic Niching), la cual es 
robusta al ruido y tiene la capacidad de determinar 
����+	���������+�������	1
��	����5}?7��;������
en UNC, León et ál presentan un nuevo algoritmo 
de agrupamiento usando algoritmos genéticos que 
tienen la capacidad de realizar procesos de autoa-
daptación de los operadores genéticos, elemento 
0��� ��� O>)� ��� ��1
��� �� ��'�� ���� �����������
dependiendo de la características del conjunto de 
datos, elemento que en muchos casos puede ser 
tedioso. Dicho algoritmo es denominado ECSAGO 
(Evolutionary Clustering with Self Adaptive Gene-

��A�������&�5}G7��

En los métodos inspirados en procesos físicos 
se encuentra la técnica de agrupación basada en 
teoría gravitacional. Dicha técnica es utilizada 
para realizar procesos de agrupamiento simulando 
un sistema de gravitación universal, considerando 
cada dato como una partícula expuesta a campos 
gravitatorios. Una unidad de masa es asociada a 
cada punto y los puntos son movidos hacia el cen-
tro del clúster debido a los campos gravitacionales 
5}J7��5}Q7��5}_7�

F����
��	��������������������'�����������������
volúmenes de datos, Gómez et ál. presentan una 
versión incremental del algoritmo de agrupamiento 
basado en la ley de gravitación. El funcionamiento 
����
	
�����������
�����
���	'����������������
���

la simulación, un conjunto de prototipos es gene-
rado. Cada prototipo tiene asociada una unidad de 
masa que es proporcional al número de partículas 
en cada sub-clúster y será usada como partículas 
adicionales cuando nuevos datos arriben para ser 
����������5}`7�

Es importante mencionar que todos los métodos 
anteriormente descritos usan conjuntos de datos que 
son considerados estáticos y completos, es decir, el 
conjunto de datos de entrenamiento está disponible 
para el algoritmo. Esta suposición permite que los 
algoritmos puedan realizar accesos aleatorios sobre 
los datos y procesar los objetos múltiples veces 
durante la ejecución.

Hoy en día muchas aplicaciones producen grandes 
volúmenes de información en intervalos de tiempo 
	��������#�������������&�����	������������������
��������������������'���
�!<���	�������������-
sacciones de tarjetas de crédito, log de eventos en 
redes, mercado de valores, etc. 

Lo anterior causa limitantes en la capacidad de al-
macenamiento y tiempo de procesamiento. A pesar 
de estas características, la necesidad de caracterizar 
los datos sigue vigente,se requieren algoritmos de 
aprendizaje que actúen en entornos dinámicos don-
de los datos se recojan a través del tiempo.

9������������������������������������������
��
��-
tes restricciones y exigencias emergen: la cantidad 
����������'����������
������� 
���
������ 
�	���
para procesar un solo objeto es limitado, la memo-
ria es limitada, existe evolución en la distribución 
de los datos, existen datos que son ruido, existen 
cambios en la tasa de entrada de datos [20]. 

=�
�
�������������0���
	
�����������������������
también aparecen requerimientos para los procesos 
de agrupamiento, entre los cuales se pueden men-
cionar: no existen supuestos válidos del número 
de clúster, se deben descubrir clúster con formas 
arbitrarias, se debe realizar un proceso de gestión 
�����������
������������

(��������0�
�����"��-
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�
����
��������
�
������������
���
����������������
�����������
"�����������
��������������56}7�

El presente artículo tiene como objetivo mostrar las 
diferentes aproximaciones que existen en la literatura 
���������
�����������������������
���
���������������
datos basados en técnicas de agrupación y adicional-
mente, indicar las características deseables que deben 
tener nuevos algoritmos basados en los sustentos 
teóricos de cada una de las propuestas planteadas.

El artículo está organizado de la siguiente forma: 
����������
���6��������������������
�
�����������
de datos y las diferentes técnicas que pueden ser 
aplicadas. En la sección 3 se muestran los diferentes 
�����
	��� ��
������ ����� 	
���� ������ ��� �����
usando algoritmos de agrupamiento. Las caracterís-
ticas deseables de un algoritmo de caracterización 
����������������'������������������������
����
de algoritmos existentes se exponen en la sección 
?��F���+�
	��������������������������
�����

2.  FLUJO DE DATOS

O�������������������
�����������������
�����
-
nua de datos  ������
��	����
���
���
llegando en instantes de tiempo T1,..,Tk … Donde 
cada punto  de la secuencia es un registro multi-
dimensional que contiene d dimensiones, denotado 
por  = ( ). Diversas técnicas para carac-
��
����������������������������
�����������������
�������������	��������������
����
��������������
asociación, agrupamiento, entre otras[22]. 

F���� ���� 	������� ��� ����
����
��� ��� ������ ��-
contrar el algoritmo VFDT (Very Fast Decision 
Trees) el cual es una implementación de la técnica 
Hoeffding Tree. VFDT es un algoritmo incremental 
de inducción de árboles de decisión propuesto por 
Domingos et ál., que tiene la capacidad de aprender 
��'���������	��
(�����������5687����������������
minado de ítems frecuentes se encuentra CPS-tree 
(Compact Pattern Streamtree) que permite descu-
'�
���������� "��������� ���
�������'������������
������������(����
����56?7�

Dado que el interés principal del presente artículo 
��� ��� �������
���
��� ��� ������ ��� ����� �������
técnicas de agrupamiento, a continuación se pre-
sentan las diversas aproximaciones existentes en 
la literatura.

3.  AGRUPAMIENTO DE FLUJOS DE 
DATOS

Sea U={1,…,n}el universo de objetos a ser cluste-
rizados, sea Ut=  U el conjunto de todos los obje-
tos presentes en el instante de tiempo t y sea U�	 = 
U	
�	 Ut' el conjunto de todos los objetos presentes 
��������
�������
��������������������������0���
arriban en t. El algoritmo de agrupamiento debe en 
cada instante de tiempo t producir una agrupación 
Ct de U�	. Es importante indicar que Ct podría in-
cluir objetos que han sido obtenidos en el pasado 
0�������������������������������K�����
�������Ct 
se determina basado en qué tan bien representa los 
��������������������
��������t�56G7�

Existen diversos algoritmos en la literatura que 
han sido utilizados para realizar procesos de agru-
pamiento, tales como los algoritmos clásicos, los 
����������������������
����������(��
���
������	���
algoritmos particionales, algoritmos basados en 
densidad, algoritmos basados en grillas, algoritmos 
basados en modelos, algoritmosbioinspirados, entre 
otros. A continuación se presentan los trabajos más 
relevantes en cada uno de ellos.

3.1  Algoritmos particionales

Guha et ál. desarrollan STREAM, el cual es un 
algoritmo que asume que los datos arriban en tro-
zos X1,…,Xn, donde cada trozo Xi es un conjunto 
de puntos que pueden ser cargados en memoria 
principal. El algoritmo funciona de la siguiente 
manera: se realiza el proceso de agrupamiento al 
ith trozo Xi��������K<�=^)H�56J7��������
�����
cada mediana (centro) resultante un peso igual a 
la suma de los pesos de los miembros de Xi. Pos-
teriormente se depura la memoria solo dejando los 
!��������������������<
������
��	����������
���
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LSEARCH a los pesos ponderados X1,…,Xi de cada 
uno de los trozos, se obtiene un conjunto de centros 
#����������&����������������	�����

F����
��	�����;�'���!���1������������<$^�=��
a ventanas deslizantes resolviendo el problema para 
����>�������	1�����
��������������56`7�

=����
��������'��������
����=�!��	������1�������-
��������<���	�������������������������
	��0���
busca obtener un subconjunto de puntos (coreSet) 
que representen el conjunto de datos original [30]. 
A partir de este coreSet, posteriormente es ejecutado 
��������
	��!4	������������'���������!��������
�����
�������������������
��58}7�

Para la obtención de los coreSet hacen uso de una 
estructura de datos denominada coreSetTree. Un 
coreSetTree T para un conjunto de puntos P es un 
árbol binario que es asociado con un clúster jerár-
quico divisivo para P. Se empieza con un único 
clúster que contiene el conjunto de puntos de P y 
sucesivamente se particionan clúster existentes en 
dos sub-clúster de tal manera que los puntos en los 
subgrupos estén lo más distante posible. El proce-
so de división es repetido hasta que el número de 
clúster corresponde al número deseado. 

Aggarwal et ál. retoman las ideas de BIRCH, espe-
�����	������
��������������������)��#)������
Feature) y proponen el algoritmo CluStream para 
�������
����������������������������
	������������
proceso de agrupamiento en dos componentes: onli-
ne ��	
���4��+����#�����������
�����������	�������
������
�����������	��������
���������������������
dato) y el componente ������ o macro-clúster (usar 
las estadísticas resumen junto con otros parámetros 
�����
�������������������
������
��������
�	����
���� ����������������
����� ��� �����
������ �1�
���
compresión de los grupos siempre que sea necesario). 

El funcionamiento del algoritmo es sencillo: en la 
fase de inicialización se crean q micro-clúster ini-
ciales usando un proceso ������ al inicio, por tanto 
se deben almacenar los primeros InitN puntos en el 

discoy aplicar el algoritmo K-means para crear q 
cluster. En resumen, el componente online mantiene 
información resumen en una estructura CF basado 
en una ventana de tiempo piramidal y el componente 
������� ����
��� ��������������������'����
"�������
horizontes de tiempo usando la información resumen 
que es mantenida por el componente online [32]. 

Aggarwal et ál., proponen HPStream, el cual es un 
algoritmo cuyo esquema general de funcionamiento 
����
	
���������������������������
	��)��<���	��
sin embargo, se tienen en cuenta los siguientes 
elementos: al inicio del proceso de agrupamiento 
����������������������������������������������-
	��
���
�����������������������������
"��������
-
mensiones correctamente. El objetivo es equiparar 
la desviación estándar a lo largo de cada dimensión.

Otro de los elementos que varían con respecto a 
CluStream es que cuando se seleccionan los grupos 
iniciales usando K-mean, almacenan para cada clúster 
dos elementos adicionales: el peso del grupo, que 
está determinado por una función de decadencia, 
que es actualizada cada vez que se adicionan nuevos 
elementos al grupo (dicho parámetro es utilizado en 
el momento de eliminar grupos existentes dada la 
conformación de uno nuevo). El otro elemento que le 
adicionan a los grupos es que determinan los atributos 
que son representativos para realizar el cálculo de la 
distancia, entre los nuevos puntos y el centroide. Es 
decir, para cada grupo, solo las dimensiones que son 
relevantes son utilizadas en el cálculo de la distancia. 
Es importante indicar que los parámetros utilizados 
para realizar el proceso de normalización y las dimen-
siones que son relevantes para las medidas de distancia 
son actualizados cada ciertos periodos [33].

Zhou presenta SWClustering, el cual hace una ex-
tensión de CluStream para trabajar sobre ventanas 
����
������� F���� ��� ��� 
�������� ���� ���������
de datos denominada Exponential Histogram of 
Cluster Features (EHCF), la cual está conformada 
por el CF de cluStream y una estructura denominada 
histograma exponencial, la cual permite almacenar 

�"��	��
���������������	1�����
�����58?7�
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Adicionalmente, en la fase ������ hace uso de un 
�����
	���4	����������������������������'�����
���� ������� ������� ���
�
����� ���� ��� �����
��� O��
importante elemento a mencionar es que dicho 
�����
	��
����'�������������������������������
de datos está conformado por grupos esféricos.

Basados en los trabajos de CluStream, Zhu et ál. 
proponen ACluStream, el cual resuelve parcial-
mente el problema de Clustream para trabajar con 
����������"��	�����'
���
����F����������
��������
el concepto de agrupación de bloques basados en 
esquemas de densidad absoluta. Los resultados 
indican que mejoran el rendimiento con respecto 
��)��<���	�58G7�

Los algoritmos anteriormente descritos son técnicas 
particionales que principalmente usan el algoritmo 
K-mean, el cual tiene ciertas limitaciones para 
descubrir grupos con formas arbitrarias y hacer 
frente a la natural dinámica de los datos. En general 
"���
�����'
����������������������
��������������
de datos esféricos.

Por tanto, nuevos algoritmos basados en densidad 
han sido propuestos en la literatura, los cuales tienen 
�������
�����(������������'�����������
���
�����
grupos de formas arbitrarias y tienen la capacidad 
de lidiar con ruido.

3.2  Algoritmos basados en densidad

DenStream es un algoritmo basado en densidad 
propuesto por Cao et ál. Dicho algoritmo considera 
������'��	�����������	
�����������������������
como un modelo de ventanas amortiguadas, en el 
cual el peso de cada punto decrece exponencialmen-
te con el tiempo t vía una función de decadencia. La 
función de decadencia exponencial es ampliamente 
usada en aplicaciones dependientes del tiempo don-
de es deseable descontar gradualmente la historia 
del comportamiento pasado. Utiliza tres conceptos 
importantes como base para su funcionamiento: 
core-micro-clúster, potencial c-micro-clúster y 
outliers-micro-clúster, entre los cuales la diferencia 

radica en el peso que tiene en cuenta una función 
de decadencia y el radio de los microclúster. El 
funcionamiento del algoritmo de agrupamiento 
puede ser dividido en dos partes: una parte online 
de mantenimiento de micro-clúster, y una parte 
��������������������������+������������'����������
la petición de los usuarios.

Para el mantenimiento de micro-cluster, en orden 
����� �����'�
�� ���� ��+���� ��� ������ ��� ����� 0���
evolucionan en el tiempo, DenStream mantiene un 
grupo de p-micro-cluster y o-micro-cluster de una 
forma online. En el proceso de inicialización se 
toman initN puntos y una variación del algoritmo 
basado en densidad DBSCAN es aplicado para 
detectar p-microclúster u o-microclúster basado 
en el peso y el radio. Cada p-microclúster se con-
sidera como un punto virtual situado en el centro 
con peso w. En la fase de actualización, cuando un 
nuevo punto llega en busca del p-micro-cluster cuya 
�
����
������	�����0�������	'���������
����������
caso de encontrarlo es absorbido y las estadísticas 
calculadas. En caso contrario, se busca en los o-
	
�����+����������������������'���'
�������(��
����
que pueden convertirse en p-microclúster. Cuando 
los p-microclúster no absorben nuevos puntos, la 
función de decadencia va haciendo que se convierta 
en o-micro-cluster y en un momento determinado 
podrían llegar a desaparecer.

En el componente ������, cuando un requerimiento 
����������
�����������
�����9;<)=>���������������
����������������������������
�������������������4
	
���4��+������
���������	�	��
����
��
����58J7�

El principal problema de este algoritmo es que 
cuando llega un nuevo punto se debe buscar la 
distancia mínima con todos los p-micro-clúster y en 
muchos casos con los o-micro-clúster, siendo esto 
altamente costoso en tiempo de ejecución.

Ren et ál., proponen SDStream, el cual es una ex-
���
������<�)�����
��������
���
����������������
formas irregulares. SDStreames un método para des-
��'�
������������"��	�����'
���
�������������������
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basados en ventanas deslizantes (realizar análisis 
sobre los datos más recientes). El funcionamiento de 
SDStream es similar a DenStream, sin embargo, tiene 
�������
�����
��������
��
�����	��
����
����������
p-micro-clúster y o-micro-clúster son almacenados 
en memoria principal en una estructura denominada 
Exponential Histogram of Cluster Feature (EHCF), 
������������������������'�����������'��	��������������
datos basado en densidades bajo el esquema de ven-
tanas deslizantes. Dicha estructura está conformada 
por un Temporal Cluster Feature (TCF), estructura 
similar a los CF utilizados en CluStream que además 
es mantenida incrementalmente a medida que nuevos 
puntos arriban [37]. 

Una variación de los algoritmos basados en den-
sidades es el agrupamiento basado en grid. Es un 
	��������
����������������������������������
-
mensionalidad y no está limitado a las restricciones 
esféricas de otros algoritmos. El funcionamiento 
básico se puede resumir en: divide cada atributo 
en intervalos de igual distancia, basado en dichas 
divisiones se particiona el espacio d-dimensional 
en grillas de igual tamaño, donde el centroide de 
la grilla actúa como representante de cada una de 
ellas. El proceso de ejecución del algoritmo consiste 
en asignar puntos a cada grilla dada una función de 
	�����������������������������������
������������
����
un peso de acuerdo al número de puntos que caen 
en ellas y se unen grillas densas para conformar los 
respectivos grupos.

3.3  Algoritmos basados en densidad

DStream es un algoritmo basado en grillas que 
retoma las ideas de DenStream, es decir, usa un 
componente online y un componente ������. En el 
componente online mapea los puntos de entrada a 
una grilla conformada por celdas. Cada celda de la 
grilla tiene asociada una medida de densidad que 
es igual a la suma de puntos mapeados a la celda.
Adicionalmente, las densidades de las celdas cons-
tantemente están siendo amortiguadas con el tiempo 
de forma exponencial con un factor de decaimiento 
����������58_7��

El componente ������ une las celdas densas veci-
nas en grupos usando algoritmo de agrupamiento 
��������'�����������
�������������	���<$%>��58`7��
��(�)������ 5?�7� �� )K%�O�� 5?}7�� K��� �������
densas son diferenciadas de las dispersas mediante 
una función umbral de densidad que depende de un 
���1	����������������1
�������
�������"��������
decaimiento y el número total de celdas en la grilla. 
O�����	��������������(
����
�����������������}�

Figura 1. Algoritmos basados en grilla
��������	�������5?67�

El algoritmo DStream puede ser descrito de la 
siguiente forma: el componente online lee nuevos 
datos,mapea cada entrada en una malla de densida-
des y actualiza el vector de características, el cual 
registra información resumen de la grilla. Con el 
������ ��
	
����A��
����9<���	����
��
��	����
detecta celdas que representa outlier basadas en la 
función de decadencia. 

Wan et ál. proponen el algoritmo MRStream cuyo 
funcionamiento es equivalente a DStream, variando 
la fase ������, lo que permite producir grupos de 
�
"��������������
�����5?67�

Uno de los principales problemas en los algoritmos 
basados en grillas es la elección de parámetros, como 
lo indica Magdy et ál., lo que causa que muchos pun-
tos sean considerados ruido o que algunas regiones 
sean consideradas no densas. Adicionalmente,en los 
experimentos que se presentan no se tiene en cuenta 
la sensibilidad de los parámetros en el análisis de los 
resultados.Para resolver dichos inconvenientes se 
propone MDStream, en dicho algoritmo se tienen en 
cuenta medidas como Neighborhood Range y Relative 
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Density Relatedness Measures, elementos que gene-
���	����������������
	������
�
����������������5?87�

Tu et ál., realizan una mejora de DStream, para tal 
caso introducen el concepto atracción de celdas 
del grid, lo cual muestra en qué medida una celda 
vecina se acerca más a otra. El procedimiento de 
Clúster es igual que DStream, la única diferencia 
es que antes de unir dos celdas de un grid chequean 
la atracción entre ellas. Si la atracción es más alta 
que un umbral, luego las celdas están altamente 
��������
������������������������������
����5??7�

Luo et ál, proponen un algoritmo de agrupamiento 
basado en grid y PSO (Particle Swarmoptimi-
zation), el algoritmo se basa en la estructura de 
dos capas de CluStream. El funcionamiento de 
algoritmo es similar a DStream, sin embargo en el 
componente ������ se usa PSO para obtener más 
����
�
������������"��	��
�����������������5?G7�

Hongyan et ál, proponen una mejora a DStream usan-
do técnicas de computación de DNA para agrupar da-
tos en el componente �������5?J7��̂ �����1������������
��������
	�����������	
������'����������������
basado en grillas para datos de altas dimensiones, 
denominado PKStream. Los algoritmos de grillas 
existentes no pueden manejar grandes dimensiones 
���
���	����������������
�������	�	��
��������
grilla a gestionar. PKStream es un algoritmo basado 
�����
�������F!�4$�������	
�������	�����	
����
e indexamiento de las celdas en la grilla de forma 
���
�����)����������	�������
	���
������������
algoritmos tradicionales basados en grillas existen 
muchas celdas vacías, dado que se almacenan todas 
las celdas, y existe un alto consumo de memoria. Si 
solo se guardaran las celdas no vacías el algoritmo 
perdería la relación entre ellas.

A diferencia de DStream, PKStream en la fase 
online��	����������������������������F!�4$�������
todos los niveles y en la fase ������ ejecuta un al-
���
	��������'�����������������������������
�����
������������F!�4�����)������0���������
'��������
���
��
��	����������
	
������5?Q7�

Otros algoritmos que conservan el principio de 
"���
���	
�������F!<���	�����
��������������
<�����1��������������������
	���
	
������F!<���-
	0������(�����������F!�4����������������������
����	
����� )9<4$����� ���� ��� ��� ��� ��	�������
solo las celdas no vacías de las grillas. Un elemento 
interesante es que usan una medida para el sesgo 
����������������	
�����9<��#9���<!��������&��
la cual es usada para ajustar automáticamente 
la granularidad de las particiones de la grilla de 
�������������	'
��������������5?_7�

Lininget ál. proponen GHStream, el cual, como 
F!<���	��������������	�������online una estruc-
����������������	
�����H9�4$������������������
���
��������
���	�������	�	��
��5?`7��

La velocidad de procesamiento de los algoritmos 
basados en grid está altamente correlacionada con el 
número celdas de la grilla, el cual es determinado por 
el número de intervalos en que se dividen los atributos.

De los algoritmos anteriores se puede deducir que 
la estrategia de partición es crucial para los méto-
dos basados en grid. Un método tradicional basado 
�����+��������������(
���������������
����
���
uniforme de cada dimensión, lo cual causa que 
se ignore el hecho de que cada punto puede ser 
distribuido diferente en cada dimensión, así que 
�������
����
������������������������
�"����
��
����������
������������
�1	
������������
	���
���

Adicionalmente, la función de mapeo tiene en 
cuenta el centroide de cada celda para hacer la 
asignación. Con base en lo anterior,Wang et ál. 
���������)��^9F�������
	������������������������
datos es representado por puntos representativos 
5G�7��F�
	��������������������
����
�����������
dimensión separadamente para obtener un conjunto 
de puntos representativos de cada dimensión y usar 
esos puntos representativos de cada dimensión para 
�������������������������������������K���������
representativos de cada dimensión son actualizados 
continuamente. Basado en las estadísticas alma-
cenadas en los puntos representativos para cada 
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dimensión, se introduce un método para descartar 
datos históricos a nivel de atributo. Adicionalmente, 
a diferencia de los anteriores métodos no se usa el 
centro de la grilla para realizar la asignación de 
�����������������������������0���������	��������
�����������
������������������������
	���
����
se utiliza la generalización de los puntos represen-
tativos de cada dimensión para sustituir los puntos 
centrales en cada intervalo en cada dimensión. Esto 
asegura una mejor calidad en la asignación.

Otro de los métodos que ha recibido atención es 
el denominado clúster basado en modelos, el cual 
permite dividir un conjunto de observaciones mul-
tivariadas en grupos/clases para maximizar una 
función de verosimilitud.

3.4  Algoritmos basados en modelos

Laiet ál. presentan SVStream, un algoritmo para 
�������
��������������������'���������(����������
������������������	
����#<�)&5G}7������������-
�
	����������������������������������	����������
���������
��(�������"���
���!������#�����
���&������
vectores de soporte son usados como información 
resumen de los elementos históricos para construir 
los límites de los grupos con formas arbitrarias.

Comparado con el algoritmo original de agrupa-
miento basado en vectores de soporte, uno de los 
mayores cambios para la extensión de los SVC a 
��������������"������������	����
	
�����������
vectores de soporte para que se adapten a cambios 
��������������1�
������������������������F�������
���������������������������
���	��
��"�����������
múltiples esferas son mantenidas dinámicamente 
en un conjunto de esferas. Cada esfera describe los 
������
(������������������)������������(�������

�����������������
������	'
���������������������
nueva esfera es creada, solo las esferas existentes 
son actualizadas teniendo en cuenta los nuevos 
���	��������������K������������������(���������
son asignados a un clúster de acuerdo a los límites 
construidos por el conjunto de esferas. Es impor-
tante indicar que se trata de una transformación 

no-lineal del espacio de entrada en un espacio de ca-
�������
���������
����(�������"���
���!������5G67�

3.5  Algoritmos bioinspirados

�����
������1����������������!<���	�������������
una extensión del algoritmo basado en boid espe-
�
������������������������
��������!<���	�������
	��������������	
���������������������'������
en densidad que emplea un sistema multiagente 
usando un esquema descentralizado bottom-up con 
una estrategia de autoorganización fundamentada 
engrupos similares. Cada punto es asociado con un 
agente, los agentes son desplegados en un espacio 
2D, llamado espacio virtual, y trabajan simultánea-
mente aplicando una estrategia heurística basada en 
un modelo bioinspirado conocido como modelo de 
enjambres. Los agentes se mueven en un espacio 
���� ��� 
�	��� ������ �� ������� ���������� �����
����������������
�����(
�
'
�
�����������
������-
den decidir si forman un enjambre (Micro-cluster), 
si ellos son similares. Sin embargo, la participación 
����������������������������������

(������0����
�
durante la exploración del espacio un agente más 
similar es encontrado, el enjambre actual puede 
ser borrado (deshecho) y el agente puede unirse al 
enjambre de losagentes más cercanos. Es impor-
tante indicar que el movimiento de los agentes en 
el espacio 2D no es aleatorio, está guiado por una 
función de similitud que agrega a los agentes a los 
(��
����	1������
	���5G87�

����!<���	�
��������������(���������
��
�������
en primer lugar, sustituye la búsqueda exhaustiva 
del vecino más cercano a un punto, necesario para 
asignar el punto a un adecuado microclúster, por un 
método de búsqueda local estocástico que trabaja en 
paralelo. En segundo lugar, puesto que los enjambres 
de agentes pueden unirse a otro enjambre de grupos 
similares, el régimen de dos fases anteriormente utili-
���������������	
���������������������������
����
��������+�
���"����������
��
����0�����������������
de la agrupación siempre están disponibles.
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4.  CARACTERÍSTICAS DESEABLES EN 
UN ALGORITMO DE AGRUPAMIENTO 
BASADO EN FLUJO DE DATOS

Un algoritmo de agrupamiento debe cumplir con 
���� ��0���
	
����� ��� ���� ������ ��� ������ ������
descubrir clúster con formas arbitrarias, eliminar 
supuestos de número de clúster y  tener las propie-
dades para la detección de valores atípicos.

Teniendo como base los resultados obtenidos por 
los algoritmos anteriores, se plantea una serie de 
elementos que se deben tener en cuenta: 

1. Realizar un proceso de normalización de los 
datos similar a como lo realiza HPStream, antes 
���������������������������������������������
de sopesar las diferentes dimensiones correc-
tamente. El objetivo es equiparar la desviación 
estándar a lo largo de cada dimensión.

2. Separar el proceso de agrupamiento en dos 
fases, en la fase online realizar un proceso 
de sumarización y utilizar una estructura de 
almacenamiento de información similar a la 
utilizada por DenStream, la cual tiene en cuenta 
la aplicación de una función de decadencia 
��'���������������������������(
����������
�-
tóricos que no se actualizan constantemente. 
Sin embargo, es necesario en el proceso de 
��	��
���
���
���
������������������������-
tivos del grupo, de tal forma que no pierdan su  
dinámica. En la fase ������, aplicar algoritmos 
basados en densidad que tengan la capacidad 
���
���
����������������"��	�����'
���
���

3. <
�������������������
����������
	���
����
-
�����'������
���
����������
	���
�����0�������
relevantes para el cálculo de la distancia, con 
�����������
�
��������������������
����
������
grupos a nuevos puntos.

?�� �����������
	�����������	
����������������
datos, se debe tener en cuenta el planteamiento 
de MDStream, que indica que se debe realizar 
una adecuada elección de parámetros en los al-

goritmos basados en densidad, dado que se pue-
de causar que muchos puntos sean considerados 
ruido o que algunas regiones sean consideradas 
�����������F�������������'�������
��	��
����
que puedan variar a los largo de la ejecución, 
un ejemplo de ello es la función de densidad 
relativa. Adicionalmente, en los experimentos 
se debe tener en cuenta la sensibilidad de los 
parámetros en el análisis de los resultados. Lo 
����
������	

�1���������
��
���
������
�����
resultados tienen una buena precisión.

G�� $�����	���������
�������!<���	�������'��'��-
car sustituir la búsqueda exhaustiva del vecino 
más cercano a un punto necesario para asignar 
el punto a un adecuado micro-clúster por un 
	��������'+�0���������������������������
�
����
el proceso de asignación del dato al grupo más 
cercano. Adicionalmente, se debe permitir que 
si en el proceso de ejecución un punto encuentra 
un grupo con más similitud a una asignación 
anterior, debe ser posible cambiarlo.

5.  CONCLUSIONES

A partir de las diversas aproximaciones presenta-
das para realizar el proceso de agrupamiento de 
������ ��� ������ ��� ������� ������� ���� �
��
�����
conclusiones.

A pesar de que existen diversas aproximaciones 
���������
������������������������	
�������������
de datos, CluStream se puede considerar el padre 
de todos algoritmos, dado que es el primero que 
estructura el proceso en dos fases: una fase online 
en la cual se realiza un proceso de sumarización de 
��������������������������	������������������-
tura que facilite cálculos posteriores, y una ������ 
en la cual se extraen los grupos de acuerdo a las 
necesidades del usuario empleando un algoritmo 
de agrupamiento clásico.

Los algoritmos basados en densidad son lo que según 
los estudios producen los mejores resultados, dado que 
tienen en consideración grupos de formas arbitrarias y 
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adicionalmente tienen la capacidad de adaptarse a la 
�
�1	
��������������������������
�������
���

Dados los estudios presentes en la literatura y los 
algoritmos clásicos de agrupación, es importante pro-
fundizar en el estudio de los algoritmos jerárquicos 
����	���
(���������������������������0����������
��������������������
�����������
�������������������
pueden realizar procesos de sumarización en línea y 
los puntos representativos obtenidos como resultado 
pueden estar presentes en diversas regiones de un 
grupo, lo cual permite representar mejor su dinámica. 
Elemento que no se puede garantizar en algoritmos 
particionales y basados en densidad.

La mayoría de estudios para realizar procesos de 
������	
������������������������'�������������
-

mos clásicos de agrupación. Es importante explorar 
algoritmos basados en procesos físicos y biológicos, 
dado que presentan esquemas de búsqueda local 
en procesos de mantenimiento online�������������
datos, lo cual permite disminuir el número de com-
paraciones requeridas para realizar una asignación 
de un punto a un grupo. Por tanto, se puede lograr 
�����
�	
���
������
�	����
��
���
(��
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